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Resum

L'objectiu d'aquest TFG és investigar la possibilitat d'implementar un sistema de manteniment
predictiu fonamentat en I'is d'intel-ligencia artificial. EIl treball pretén implementar el
manteniment predictiu en un ventilador TROTEC TVE 14, de manera que, mesurant les
vibracions/acceleracions del ventilador amb un ordinador Raspberry Pi 4 i un accelerometre
Adafruit ADXL345 es puguin predir possibles errors. La finalitat d'aquesta idea és trobar una
solucio de baix cost que allargui I'esperanca de vida del ventilador i redueixi els costos de
manteniment. Gracies a les vibracions detectades per I'accelerometre, el model d'intel-ligencia
artificial desenvolupat podra detectar si el ventilador esta funcionant amb normalitat. Aquest
estudi estableix una base per desenvolupar un sistema basat en tecnologia de baix cost i
intel-ligéncia artificial amb el que es podrien predir avaries amb precisio, proporcionant una
solucio fiable i economica per al manteniment del ventilador o altra maquinaria industrial del

mon real.
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2. Introduccio

2.1 Context i motivacié

En l'exigent i dinamic escenari industrial actual, apareixen reptes considerables relacionats
amb I'eficiencia operativa, la sostenibilitat i la qualitat del producte. En aquest escenari, la
cura i manteniment de la maquinaria i I'equip juguen un paper transcendental, ja que la
productivitat i rendibilitat de les operacions industrials estan intrinsecament lIligades al
rendiment i la longevitat daquests equips. EI manteniment predictiu, com un enfocament
avancat de supervisid, ha demostrat el seu valor per a enfrontar aquests desafiaments en predir
defectes i anomalies abans que es presentin, permetent a les empreses optimitzar les seves

operacions i reduir costos.

El progrés en el camp de la intel-ligéncia artificial (1A) i la creixent disponibilitat de sensors i
dispositius de seguiment, han elevat I'eficiéncia i precisio del manteniment predictiu a noves
altures. La IA ha demostrat ser extremadament Util per a analitzar dades de sensors i
identificar patrons que poden assenyalar possibles problemes. En aquest marc, aquest Treball
de Fi de Grau (TFG) té com a objectiu estudiar la posiblitat de desenvolupar i implementar un
un model de IA que realitzi el manteniment predictiu, amb la capacitat de detectar i classificar
les diferents velocitats del funcionament normal d'un ventilador TROTEC TVE 14 i un tipus
d'anomalia en el mateix. Aquest objectiu s’abordara utilitzant técniques d'aprenentatge

automatic (AA) i aprenentatge profund (AP).

2.2 Objectius i abast

L'objectiu principal d'aquest TFG és estudiar la possibilitat d'implementar un sistema de
manteniment predictiu basat en intel-ligencia artificial (I1A) en un ventilador TROTEC TVE
14, d'aquesta manera, es vol analitzar si la intel-ligéncia artificial pot respondre eficientment
en aquesta tasca i quins reptes presenta. Per arribar a aquest proposit es desenvoluparan dos
models basats en aprenentatge automatic (AA) i aprenentatge profund (AP). Aquests es
dissenyaran per detectar, a partir de les vibracions del ventilador, les diferents velocitats
normals i una possible anomalia del funcionament. Per aconseguir les dades que alimentaran

els models, s'utilitzara un accelerometre Adafruit ADXL345 i una Raspberry Pi 4, totes dues
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es faran servir per recol-lectar les dades de les vibracions del ventilador. Els models d'lA es
desenvoluparan fent servir les llibreries ScikitLearn i TensorFlow (amb la plataforma Edge

Impulse).

2.3 Estructura del TFG

Aquest TFG esta organitzat en diferents capitols que en conjunt expliguen tots els processos
duus a terme per estudiar la possibilitat de desenvolupar un sistema de manteniment predictiu
d'un ventilador mitjancant intel-ligencia artificial. Primerament, s'explicaran els fonaments
teorics essencials per entendre de qué s'esta parlant en els segiients apartats. Addicionalment,
s'explicaran les connexions fisiques necessaries per implementar el sistema d'adquisicio de
dades i els calculs matematics per determinar la freqliencia de mostreig de les dades de
I'accelerometre. També es comentara el desenvolupament del codi en Python per a la
recopilacio de dades en temps real.

Posteriorment, s'explicara el pas a pas del desenvolupament dels dos models d'intel-ligéncia
artificial (AA i AP) per tal de comparar-los i veure quina és la millor solucié per complir
I'objectiu del TFG. Aquest procés també inclou el pas a pas de la creacid del codi pel
preprocessament de les dades previ a I'entrenament del model d'aprenentatge automatic. En el
cas del model d'aprenentatge profund, s'explicara com s'ha fet servir la plataforma Edge

Impulse per arribar al model.

També s'estudiaran els resultats de les prediccions dels models d'AA i AP, i s'implementara

una anomalia en el model que doni millors resultats.

Per no sobrecarregar el TFG s'han adjuntat els codis de programacio en Python i les fixes

tecniques dels diferents hardwares als annexos.



Fonaments teorics 11

3. Fonaments teorics

3.1 Manteniment

El terme manteniment es refereix a tot un conjunt de tasques que es duen a terme amb la

intencid que uns certs sistemes, equips o infraestructures puguin funcionar de la millor

manera possible i de manera segura. Aquest conjunt de tasques pot ser bastant ampli i variat, i

incloure des de les inspeccions habituals, passant per reparacions de diferents tipus, fins als

reemplacaments necessaris, ajustos diversos i la neteja. Tot aix0 amb I'objectiu de garantir

que el funcionament sigui I'0ptim i que la seguretat mai es vegi compromesa.

3.1.1 Tipus de manteniment

Existeixen tres tipus principals de manteniment:

Manteniment correctiu: aquest tipus de manteniment es duu a terme després que un
equip hagi experimentat una avaria. Es reactiu i es realitza per a reparar o reemplagar
components danyats i retornar I'equip al seu estat operatiu normal. EI manteniment
correctiu pot ser costds i causar temps d'inactivitat prolongats, ja que generalment es

fa quan I'equip ja ha fallat.

Manteniment preventiu: el manteniment preventiu és una estratégia que es
caracteritza per la seva proactivitat, buscant preveure i anticipar-se a possibles avaries
gue puguin presentar-se en els equips. Aquest tipus de manteniment es realitza seguint
un calendari o pla establert, que contempla diferents tasques que podrien incloure la
lubricacié de parts, I'ajust de peces, la neteja en profunditat, i el reemplacament de
components que estiguin desgastats. La idea principal de fer tot aixd és reduir la
probabilitat d'enfrontar-se a avaries inesperades, a mes d’aconseguir que els nostres

equips tinguin una major vida util.

Manteniment predictiu: el manteniment predictiu es presenta com una evolucid
avancada de les estratégies de manteniment, fonamentant-se en la supervisio en temps
real de I'estat dels equips i l'anticipacié a possibles avaries abans que succeeixin.
Empra una varietat d'eines i tecnologies diagnostiques, entre les quals s'inclouen

sensors, analisis de vibracions, examen de ['oli, termografia i algorismes
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d'intel-ligéncia artificial, per a detectar anomalies i desgast en els equips. Gracies al
manteniment predictiu, les empreses poden organitzar les tasques de manteniment

amb major eficacia i prevenir parades no programades.

3.1.2 Beneficis i aplicacions del manteniment predictiu en la industria

El manteniment predictiu ofereix nombrosos beneficis en comparacié amb els enfocaments de

manteniment correctiu i preventiu, entre els quals destaquen:

Reduccio6 del temps d'inactivitat no planificat: en el cas del manteniment correctiu,
la reparacio es fa un cop la maquinaria o equip ha tingut una avaria, per tant, la
produccio s'haura de parar perdent temps i diners. Amb el manteniment predictiu, al
contrari, les avaries es prediuen i es localitzen abans que aquestes ocorrin. D'aquesta
manera es podria estalviar molt de temps en reparaci6 d'avaries imprevistes. EI temps

d'inactivitat no planificat es redueix i d’aquesta manera millora la productivitat.

Optimitzacié del manteniment: un dels grans avantatges del manteniment predictiu
és que, gracies a la reduccio d'imprevistos, es pot planificar i programar els recursos i
aixi aprofitar-los al maxim. La planificacié de tasques sera més eficient i es podran
reduir costos i temps d’espera. Aixo fa que el procés de manteniment sigui optim i que

I'eficiencia operativa augmenti.

Extensi6 de la vida util de I'equip: gracies a la identificacio anticipada
d'irregularitats i desgastos en els equips, es poden adoptar accions correctives abans
gue es presentin avaries greus. Aixo resulta en un augment de la vida util de I'equip i

una reduccio en les despeses associades al seu reemplagcament.

Millora en la seguretat: gracies al manteniment predictiu es poden identificar
funcionaments perillosos en la maquinaria, aixi, es possibilita prendre les mesures

necessaries per evitar el risc i prevenir accidents, garantint la seguretat dels operadors.
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Integracié amb la Industria 4.0: el manteniment predictiu es perfila com un element
central dins de la IndUstria 4.0, ja que fonamenta la seva operativitat en la recol-leccio,
I'estudi i I'intercanvi de dades en temps real entre dispositius i sistemes de produccio.
En adoptar el manteniment predictiu, es facilita el pas cap a la digitalitzacio i

I'automatitzacio dels processos industrials.

Adopci6 de tecnologies emergents: el manteniment predictiu s'ajuda de tecnologies
modernes per tal de ser més precis i exacte possible. La intel-ligéncia artificial, per
exemple, és una tecnologia innovadora que aconsegueix ser més precisa que l'ésser
huma en algunes matéries. Totes aquestes tecnologies emergents milloren I'efectivitat

del sistema de manteniment i milloren I'eficiéncia operativa.

Reduccié de costos de manteniment: gracies a la capacitat de prevenir errors i
millorar I'eficiéncia del manteniment, I'aplicacié del manteniment predictiu permet

reduir notablement les despeses en reparacio i reemplacament de maquinaria.

3.1.3 Teécniques i eines utilitzades en el manteniment predictiu

En un sistema de manteniment predictiu l'objectiu és detectar les possibles avaries i
funcionaments defectuosos dels equips abans que aquests arribin a apareixer. Per aixo, el
manteniment predictiu se centra a monitorar i analitzar la maquinaria i processar aquesta
informacid per fer prediccions sobre el seu funcionament. Per poder dur a terme aquestes

tasques es fan servir diferents eines i técniques, algunes d'elles es poden veure a continuacio:

Sensors: s6n dispositius capacos de captar informacié de l'entorn fisic (llum,
temperatura, moviment...) i transmetre-la. Es fan servir per analitzar i revisar el
funcionament dels equips i la informacio que recol-lectin es processara per detectar

possibles alteracions en aquests.

Analisi de vibracions: la deteccio de vibracions fora de I'espectre del funcionament
normal d'un equip pot ser indicativa del desgast d'aquest o de problemes en els seus

components interns (rodaments, engranatges, etc). Es per aixd que dins del
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manteniment predictiu és popular la técnica de mesurar i analitzar les vibracions dels

equips.

e Analisi d'oli: analitzant I'oli d'una maquinaria o equip es pot obtenir informacio
interessant sobre el desgast de les seves parts internes. També és important fer aquesta
analisi en els sistemes de lubricacié per avaluar si és necessari canviar-lo o realitzar

algun manteniment.

e Termografia: en aquesta técnica s'utilitzen cameres infraroges per a mesurar la
temperatura dels equips i aixi poder detectar possibles sobreescalfaments o
refredaments anormals en diferents arees. Aquestes anomalies termiques indicarien
problemes com el desgast dels components, la falta de lubricaci6 o el mal

funcionament de l'aillament.

e Algorismes d'intel-ligéncia artificial: I'aprenentatge automatic i I'aprenentatge
profund son algorismes d'intel-ligencia artificial que es fan servir per a analitzar grans
conjunts de dades recopilades per sensors i altres eines de diagnostic mencionades
anteriorment. Mitjancant els algorismes d'intel-ligéncia artificial podrem detectar

patrons i correlacions en les dades per a predir falles i optimitzar el manteniment.

Un cop establerts aquests fonaments tedrics del manteniment predictiu, s'ha establert una base
solida per a comprendre com funciona aquesta técnica i com es pot aplicar en un projecte de

manteniment predictiu per a un ventilador TROTEC TVE 14.

3.2 Intel-ligéncia artificial:
3.2.1 Concepte d'intel-ligencia artificial

La intel-ligéncia artificial (IA) representa una area de recerca dins de la informatica,
I'enfocament de la qual radica en el desenvolupament de sistemes i algorismes que poden
exercir activitats que anteriorment requerien la intel-ligencia humana. Aquestes activitats
abasten el reconeixement de patrons, la interpretacio del llenguatge natural, el pensament

logic, la resolucid de problemes i I'aprenentatge. La premissa fonamental de la IA és que es
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pot programar una maquina perqué emuli la intel-ligencia humana i, fins i tot en determinats

casos, perque la superi en uns certs ambits.

3.2.1.1 Aprenentatge supervisat, no supervisat i per reforc

Dins de I'aprenentatge de la intel-ligencia artificial, es poden trobar tres classes dominants:

Aprenentatge supervisat: En aquesta categoria de IA [l'algorisme és entrenat
utilitzant un conjunt de dades etiquetades. Les dades etiquetades son dades
identificades amb una etiqueta o resultat relacionat. Aixi, I'objectiu de I'aprenentatge
supervisat és que l'algorisme pugui predir l'etiqueta correcta a partir de les
caracteristiques apreses en l'entrenament. Exemples comuns d'algorismes
d'aprenentatge supervisat inclouen la regressio lineal, I'analisi discriminant lineal i les

maquines de vectors de suport.

Aprenentatge no supervisat: en aquest tipus d'aprenentatge les dades no estan
etiquetades, per tant, l'algorisme no pot ferles servir per identificar patrons. Ha
d'aprendre a relacionar les dades sense I'ajuda de I'etiqueta. Aquest tipus
d'intel-ligencia artificial aconsegueix agrupar les dades desconegudes (clustering).
L'algorisme k-means i I'analisi de components principals (PCA) sén exemples d'aquest

tipus d'aprenentatge.

Aprenentatge per reforg: L'aprenentatge per refor¢ és una tercera classe
d'intel-ligéncia artificial on no es fan servir dades etiquetades i el model aprén per si
mateix, perd de manera diferent de I'aprenentatge no supervisat. Els protagonistes en
aquest tipus d'aprenentatge sén un Agent (el model que es vol entrenar) i I'entorn on
aquest interactua. D'aquesta manera, l'agent apren a prendre decisions interactuant
amb I'entorn. Mitjancant un sistema de premis i penalitzacions, I'agent es retroalimenta
i apren a aconseguir les maximes recompenses possibles. Un simil d'aquest tipus
d'aprenentatge a la vida real serien els premis que se li donen a un gos per educar-lo.
Aguest tipus d'aprenentatge s'utilitza sovint en aplicacions com el control de robots i la

presa de decisions en jocs on el rival és una maquina.
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3.2.1.2 Aprenentatge automatic (machine learning) vs. aprenentatge profund (deep

learning)

Dins de la intel-ligencia artificial es troben dos enfocaments diferents: I'aprenentatge
automatic i lI'aprenentatge profund. Tots dos estan basats a desenvolupar algorismes capagos
d'aprendre a partir de dades.

e Aprenentatge automatic: Aquesta forma de 1A, mitjancant algorismes matematics i
estadistics, ensenya a les maquines a aprendre de les dades i millorar el seu rendiment
en una missio especifica. En els algorismes dins d'aquest aprenentatge es poden trobar
meétodes de regressio, classificacio i agrupacio, que poden ser supervisats o no. Aquest
sistema es fa servir en aplicacions d'analisi de dades, prediccio, deteccio d'anomalies i
presa de decisions.

e Aprenentatge profund: és una subcategoria dins de l'aprenentatge automatic. La
ciéncia de I'aprenentatge profund esta basada en la biologia del cervell de I'home i fa
servir una serie de capes de neurones artificials per analitzar les dades d'una manera
semblant a la humana. Aixo ho fa amb xarxes neuronals artificials (ANN pel seu nom
en anglés), uns algorismes per nivells que processen les dades. L'aprenentatge profund
ha demostrat ser una alternativa molt potent, capac de processar imatges, texts i dades

en diferents suports audiovisuals.

L'aprenentatge profund processa les dades d'una manera més abstracta que 1’aprenentatge
automatic. Mentre que a I’AA es requereix la intervencio d'una persona humana que processi
les dades, l'aprenentatge profund pot aprendre per si mateix gracies a la retroalimentacio i
I'actualitzacié dels pesos (un parametre que mesura la importancia de cada caracteristica)

durant I'entrenament del model.

Aquestes formes d'lA son complementaries i fan servir algorismes per processar les dades.
L'aprenentatge automatic utilitza calculs matematics i el profund les mencionades ANN. Tots
dos tenen els seus avantatges i desavantatges i la decisié de fer servir un o altra dependra del

problema a resoldre.
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3.3 Algorismes, xarxes i funcions per a I’aprenentatge automatic i
I’aprenentatge profund:

Els algorismes, en conjunt amb les xarxes i funcions, son la base de tot el funcionament dels
models d'aprenentatge d'intel-ligéncia artificial. Es important tenir algunes nocions sobre

aquests elements tan presents en I'aprenentatge profund i automatic.

3.3.1 Algorismes d'aprenentatge automatic:

Els algorismes en els quals estan basats els models d'aprenentatge automatic poden pertanyer
a diferents classes: regressio, classificacio, arbres de decisio, maquines de vectors de suport,

etc.

e Regressio: una tecnica que calcula la relacié entre una variable dependent i una 0 més
variables explicatives. Dins de la regressio es poden trobar la regressid lineal i la

regressio logistica.

e Classificacio: es basa a etiquetar i categoritzar les dades/observacions en funcio de les
seves caracteristiques. Els algorismes de classificacié més coneguts son k-NN (k-veins

més proxims), arbres de decisid i maquines de vectors de suport.

e Arbres de decisié: també és un concepte conegut fora del mon de la intel-ligéncia
artificial. S6n mapes que es fan servir per prendre decisions. Comencen plantejant una
pregunta, que es va ramificant amb possibles resultats, per aixo es diuen arbres. En el
mon de la 1A aquests son algoritmes que tenen un funcionament semblant al dels

mapes, es fan servir per analitzar dades i1 predir resultats a partir d’algunes condicions.

e Maquines de vectors de suport (SVM): son algorismes d'aprenentatge supervisat
amb l'objectiu de crear un hiperpla amb el marge més ample possible que separi el

millor que pugui punts de dades de dues classes.
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3.3.2 Xarxes neuronals i arquitectures d'aprenentatge profund

L'aprenentatge profund utilitza xarxes neuronals artificials, és a dir, estructures d'algorismes
per nivells que pretenen analitzar la informaci6 amb una logica semblant a la humana.
D'aquesta manera, aquestes xarxes amb multiples capes aprenen representacions jerarquigques
de les dades. Existeixen diverses arquitectures de xarxes neuronals, com perceptrons
multicapa (MLP), xarxes neuronals convolucionals (CNN) i xarxes neuronals recurrents
(RNN).

e Perceptrons multicapa (MLP): sén xarxes neuronals feedforward, és a dir
unidireccionals, que consisteixen en una capa d'entrada, una 0 més capes en el mig
(anomenades capes ocultes) i una capa de sortida. Els MLP s'utilitzen en una amplia

gamma d'aplicacions, com la classificacio, regressio i aproximacio de funcions.

e Xarxes neuronals convolucionals (CNN): aquestes arquitectures d'aprenentatge
destaquen per la seva similitud al funcionament de les neurones en el cortex visual a
causa del processament de dades en forma de reixa. Despunten especialment en el
processament d'imatges. Mitjangant aquestes capes, apliquen filtres locals a les dades
d'entrada i aprenen caracteristiques espacials i de forma, d'aquesta manera, un filtre

processa les vores, un altre els colors, etc.

e Xarxes neuronals recurrents (RNN): son arquitectures d'aprenentatge profund
dissenyades per a processar seqiiencies de dades. Les RNN son molt Gtils per dades de
series temporals, ja que tenen una mena de memoaria interna. Es fan servir sovint en

Natural Language Processing (NLP).

3.3.3 Funcions d'activacié, optimitzacié, funci6 de pérdua i regularitzacio:

Tant I'aprenentatge automatic com el profund fan servir funcions matematiques en diferents
punts del procés. Comprendre aquestes funcions és essencial per poder crear models que
puguin processar la informacié i complir el seu objectiu. Cada funcio té un rol especific en
I'entrenament dels models d'aprenentatge, sempre amb la finalitat d'optimitzar les prediccions

I aconseguir resultats precisos.
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e Funcions d'activaci6: aquestes son funcions no lineals aplicades a les sortides de les
neurones en una xarxa neuronal. Aquestes funcions permeten que les xarxes neuronals
aprenguin relacions més complexes entre les dades. Algunes funcions d'activacio
comunes inclouen la funcio sigmoide, la tangent hiperbolica (tanh) i la unitat lineal
rectificada (ReLU).

e Optimitzacio: l'objectiu en l'optimitzacio és que la xarxa neuronal sigui el més
funcional i precisa possible, en aquest procés s'ajusten els pesos perque els resultats
que doni el model es desviin el minim de la realitat. Entre els algorismes més coneguts
d'aquest tipus es poden trobar el descens de gradient estocastic (SGD), el moment,
Adagrad, RMSprop i Adam.

e Funci6 de perdua: és una funci6 que compara les prediccions del model
d'aprenentatge profund amb els resultats reals i mostra la distancia entre aquests. Es a
dir, demostra quant de desviada és la resposta donada pel model de la realitat.
L'objectiu de I'Optimitzacid, que ha sigut mencionada abans, és minimitzar aquesta
pérdua. Exemples de funcions de pérdua inclouen l'entropia creuada per a problemes
de classificacio i I'error quadratic mitja per a problemes de regressio.

e Regularitzacid: técnica que es fa servir per evitar el sobreajust en els models
d'aprenentatge (quan el model esta "sobreentrenat"” per les dades que ja coneix pero és
incapac de fer prediccions correctes amb noves dades). Dins de la regularitzacio hi ha
tecniques diferents, L1 i L2. La L1 per exemple funciona amb un sistema de
penalitzaci6. Una altra técnica seria el dropout (aband6) i el que fa és desconnectar

algunes neurones en cada capa de la xarxa neuronal.

3.4 Processament de senyals i extraccid de caracteristiques

El processament de senyals i I'extraccio de caracteristiques son dos aspectes d'alta importacio
en el mon de la intel-ligéncia artificial. EI processament de senyals, s'encarrega unicament de

transformar senyals d'entrada en un format que sigui interpretable pels models de 1A. Per altra
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banda, I'extraccid de caracteristiques se centra a identificar les caracteristiques més rellevants

dels senyals per tal de facilitar la digestio al model 1A.

3.4.1 Conceptes basics de processament de senyals:

Mostreig: en aquest pas es prenen les dades de l'objecte que s'estudiara i es
converteixen a un format que es pugui llegir digitalment, per exemple en el cas
d'aquest TFG, el mostreig es faria en el ventilador. L'accelerometre mesura les
acceleracions dels tres eixos del ventilador (X,Y i Z) i el senyal analogic del

ventilador es convertira en un senyal digital.

Transformada de Fourier: Mitjancant aquesta tecnica matematica es transforma un
senyal del domini del temps al domini de la freqliencia. En aquest projecte interessa
calcular la Transformada Discreta de Fourier, ja que aquesta és la que es fa servir per
detectar senyals discrets en el temps, com sén les dades digitals. L'algorisme eficient
per calcular la Transformada Discreta de Fourier sera La Transformada Rapida de
Fourier (FFT) En aquest projecte, s'aplicara la FFT als senyals d'acceleracio per a

identificar components frequiencials i caracteritzar el comportament del ventilador.

Filtratge: com el seu nom indica, es tracta de filtrar les dades perqué siguin tan pures
com sigui possible. Les dades que podrien venir d'agents externs (com per exemple
soroll o vibracions d'objectes diferents de I'estudiat durant la recol-lecta de dades)
s'eliminen o suavitzen. En aquest TFG es fara Us d'aquesta técnica per afinar el senyal
que es recull del ventilador i eliminar freqliencies més altes que podrien venir d'agents

externs.

3.4.2 Extraccio de caracteristiques:

Aquest proces, tal com es pot deduir pel seu nom, se centra a treure les qualitats de les dades i

convertir la informacio recollida en dades utils pel model d'aprenentatge. Aixi, es passa de

tenir unes dades brutes a tenir una representacié resumida de les dades recollides. En el

manteniment predictiu aquest procés és molt important perque ajuda als algorismes a llegir la

informacié correctament. Les caracteristiques identificades seran les entrades que agafaran els

models d'aprenentatge pel seu entrenament.
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e Estadistiques basiques: en el procés d'extraccié de caracteristiques, un dels primers
passos és el calcul d'estadistiques basiques que puguin resumir la informacio recollida.
Proporcionaran informacio general sobre els senyals que s'estan mostrejant i, gracies a
aixo, sera també més facil veure anomalies o comportaments estranys en el
funcionament de l'equip. Algunes d'aquestes serien la mitjana, la variancia, la

desviacio estandard, el rang interquartilic i el coeficient de variacio.

e Caracteristiques en el domini de la frequéncia: les caracteristiques de les dades
també es poden extreure en el domini de la frequéncia, és a dir, en una representacio
freqiiencial de les dades. Per aixo s'ha d'aplicar la FFT que ja s’ha explicat en I'apartat
[3.4.1]. Un cop més, aquesta informacio pot ser util en el manteniment predictiu per
detectar anomalies. Aixi, s'extrauran caracteristiques com la freqiiencia fonamental,
les amplituds dels components fregiiencials, I'energia espectral i la densitat espectral

de poténcia.

e Caracteristiques temporals: a part de les caracteristiques en el domini de la
frequiéncia que s'han mencionat en el punt anterior, també son Utils les caracteristiques
extretes en el domini del temps. Aquestes aporten informacié sobre la dinamica en el
temps del senyal analitzat i les estructures de repeticié d'aquest. Exemples d'aquestes
caracteristiques son l'autocorrelacid, I'entropia del senyal, la taxa d'encreuaments per

zero i la taxa d'encreuaments per nivell.

3.5 Raspberry Pi i accelerometres
3.5.1 Raspberry Pi 4: caracteristiques, especificacions i funcionalitats

La Raspberry Pi 4 és una computadora de placa unica (SBC) desenvolupada per la Fundacié
Raspberry Pi. A més de ser compacta i economica, la placa de la Raspberry Pi 4 és un bon
recurs per a aplicacions en sistemes encastats, educacio, robotica, etc. Ofereix una série de
millores significatives en comparacié amb les seves predecessores, entre altres, majors

capacitats de processament, memoria i connectivitat.
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Algunes de les principals caracteristiques i especificacions, que es poden trobar en I'annex

[X], de la Raspberry Pi 4 inclouen:

e Processador Broadcom BCM2711, Quad-core Cortex-A72 (ARM v8) de 64 bits a 1.5
GHz

e Memoria LPDDR4-3200 SDRAM de 2 GB, 4 GB 0 8 GB (depenent del model)

e Connectivitat sense fil Wi-Fi 802.11ac i Bluetooth 5.0

e Ethernet Gigabit

e 2ports USB 3.0 2 ports USB 2.0

e Sortida de video HDMI de doble pantalla i resolucio 4K

e Port CSI per a cambra i port DSI per a pantalla tactil

e Ranura per a targeta microSD per a emmagatzematge i carrega del sistema operatiu

Per a aconseguir el proposit d'aquest TFG, la Raspberry Pi 4 sera essencial. Aquesta fara de
plataforma de control i computacid, on es rebran les dades de l'accelerometre Adafruit
ADXL345 i on s'executaran els models d'aprenentatge encarregats de fer les prediccions de

les classes correctament.

3.5.2 Accelerometres: funcionament, tipus i aplicacions, amb emfasis en el Adafruit
ADXL345

Es essencial esmentar els accelerometres, uns sensors particulars que s'encarreguen de
mesurar l'acceleraci6. Aquesta acceleracié pot ser estatica, produida per la gravetat, o
dinamica, originada pel moviment o les vibracions. En aprofundir en els accelerometres, ens
trobem amb diversos tipus, cadascun amb el seu propi principi de funcionament i amb una
gamma d'aplicacions. Entre ells, destaquen els accelerometres piezoelectrics, capacitius i
d'efecte Hall.

En el marc d’aquest TFG, es recorre a l'accelerometre Adafruit ADXL345, una peca
tecnologica notable per la seva funcié de sensor d'acceleracid digital en tres dimensions. El
seu funcionament se sustenta en la tecnologia de microelectromecanica de capacitancia,
coneguda per les seves sigles en anglées com MEMS. La utilitat de I'ADXL345 radica en la
seva capacitat per a proporcionar mesures d'acceleracié en els eixos X, Y i Z amb un nivell de
resolucio elevat i un soroll minim. Algunes de les caracteristiques, que es poden trobar a
I’annex [XI], de 'ADXL345 inclouen:
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e Rang de mesurament: £2, +4, +8 0 £16 g
e Resolucio de 13 bits (fins a 3.9 mg/LSB)
e Interficie digital SP1 o 12C

e Filtres digitals programables

e Consum d'energia ultra baix

En aquest TFG, es fa servir I'accelerometre ADXL345 com una eina essencial per a analitzar
les vibracions del ventilador TROTEC TVE 14. Aquest enfocament permetra detectar i
classificar el funcionament normal i una anomalia de lI'equip. Aix0 sera possible gracies a la
detallada analisi i processament dels senyals de vibraci6 que proporciona aquest

I'accelerometre.

3.5.3 Protocol de comunicaci6 12C

La comunicacio6 12C és un métode per connectar dispositius digitals i que s'enviin informacio
entre ells. Els dispositius que coordinen la comunicacio son els mestres i es comuniquen amb
els dispositius esclaus. Aquest tipus de comunicacié es fa servir molt amb sensors (com seria
el cas de l'accelerometre Adafruit d'aquest TFG), ja que és simple i molt dtil. La instal-lacié
requereix poc cablejat pel que facilita les connexions i resulta molt Gtil en espais petits on la

simplicitat del cablejat s'agraeix especialment.
Algunes caracteristiques clau del protocol 12C inclouen:

e Comunicacié mestre-esclau: un dispositiu mestre (per exemple, Raspberry Pi 4) pot
comunicar-se amb un o diversos dispositius esclaus (per exemple, accelerometres) en

la mateixa linia de dades.

e Direccions de 7 o 10 bits: els dispositius esclaus de les conexions 12C tenen una
direccid de 7 010 bits que és Unica i no pot haver-hi cap altre dispositiu esclau amb la
mateixa direccio. Gracies a aix0 el mestre es pot comunicar amb els esclaus sense

problemes.
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e Transmissio bidireccional de dades: tots els dispositius estan conectats als mateixos
cables, un cable SDA i un cable SCL. Aixi es simplifiquen les conexions i es poden
transmetre les dades en totes dues direccions.

e Velocitats de comunicacio variables: 12C permet una velocitat de comunicacié de
400 kilobits per segon (kbits/s) en modalitat rapida (fast-mode), 1 mega bit per segon
(Mbit/s) en modalitat rapid plus i fins a 3.4 Mbits/s en alta velocitat (High-speed

mode).

En aquest projecte, el protocol 12C s'utilitza per a connectar la Raspberry Pi 4 a
I'accelerometre Adafruit ADXL345 i transmetre dades de mesurament d'acceleracio entre els
dispositius. La Raspberry Pi 4 actua com a mestre, mentre que I'ADXL345 és l'esclau. La
implementacid de I'I2C en la Raspberry Pi 4 permet una facil integracio i configuracié de
I'accelerometre en el sistema de manteniment predictiu i garanteix una comunicacio rapida i

de confianca per a I'adquisicié de dades en temps real.

3.6 Llibreries i eines de programacié

Per desenvolupat el sistema de manteniment predictiu basat en IA que es vol estudiar en
aquest TFG seran necessaries una serie de llibreries i eines per la programacio. En aquest
apartat s'explicaran unes nocions de Python, TensorFlow, Scikit-learn i Edge Impulse per

entendre alguns dels processos que s'expliquen més endavant.
3.6.1 Python

Python és un dels llenguatges de programacid meés utilitzats en el mon, és de proposit general,
és a dir, esta dissenyat per resoldre problemes de tota classe. Python és un llenguatge molt
versatil i gracies a la seva simplicitat es fa servir ampliament en el mén de la intel-ligéncia

artificial. A continuacié es poden veure alguns dels avantatges d'aquest llenguatge:

e Facilitat d'aprenentatge: Python és un llenguatge amb una sintaxi relativament
senzilla, similar a la de l'angles, aix0 fa que sigui un codi raonablement facil

d'aprendre.
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e Gran quantitat de llibreries: aquest llenguatge compta amb una gran varietat de
llibreries de machine learning i deep learning, com TensorFlow, Keras, Scikit-learn,
entre altres. Gracies a aix0 el desenvolupament i la implementacié de solucions

d'intel-ligéncia artificial es pot aplicar de manera més simple.

e Comunitat activa: com que Python és un llenguatge tan popular, hi ha una gran
quantitat d'usuaris i desenvolupadors en constant creacio i actualitzacié de llibreries i

eines relatives a I'Us del codi Python que estan a I'accés de tothom.

3.6.2 TensorFlow

TensorFlow és una biblioteca de programari de codi obert creada per Google Brain Team.
Aquesta llibreria permet I'aplicacié d'algorismes d'aprenentatge profund en aplicacions
d'intel-ligencia artificial i proporciona una plataforma flexible i eficient per a la manipulacio
de dades.

En aquest treball, TensorFlow s'utilitza per a implementar models d'aprenentatge profund per
a lanalisi i la classificaci6 de dades d'acceleracié del ventilador TROTEC TVE 14

conjuntament amb la plataforma Edge Impulse.

3.6.3 Scikit-learn

Scikit-learn és una llibreria de Python enfocada a la intel-ligéncia artificial i de codi obert, és
a dir, gratuita. Compta amb una amplia varietat d'algorismes per I'aprenentatge supervisat i no
supervisat i pel preprocessament de dades entre altres. En aquest TFG la llibreria Scikit-learn
es fa servir en el primer model de prediccié que es desenvolupa, un model d'aprenentatge

automatic que pretén detectar les diferents velocitats del ventilador en funcionament.

3.6.4 Edge Impulse

Edge Impulse és una plataforma online d'intel-ligencia artificial amb la qual es poden

desenvolupar models d'aprenentatge automatic i profund. Amb una interficie "user friendly"
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Edge Impulse permet a l'usuari crear models que recol-lectin les dades pel seu posterior
entrenament en el navol. Edge Impulse esta dissenyat per treballar amb tecnologia Edge, és a
dir, dispositius que poden analitzar i processar les dades en temps reals sense la necessitat

d'un servidor d'internet. La Raspberry Pi, per exemple, és un dispositiu edge.

En aquest TFG Edge Impulse es fara servir per crear un model d'aprenentatge profund capag
de detectar les diferents velocitats del ventilador TROTEC TVE 14, per aconseguir aixo,
també es recol-lectaran les dades amb I'accelerometre Adafruit connectat a la Raspberry Pi 4.

Després, es fara la validacio i testing per avaluar la qualitat de les prediccions del model.

En resum, Python, TensorFlow, Scikit-learn i Edge Impulse sén eines i llibreries fonamentals
en el desenvolupament d’aquest projecte de manteniment predictiu per al ventilador TROTEC
TVE 14 utilitzant intel-ligéncia artificial. Aquestes llibreries i eines proporcionen una amplia
opcid d'algorismes, funcions i arquitectures predefinides per a facilitar la implementacio i
avaluaci6 de models d'aprenentatge automatic i aprenentatge profund, aixi com el
desplegament de solucions d'intel-ligencia artificial en dispositius edge com la Raspberry Pi
4,

3.7 Validacié i avaluacio de models d'intel-ligencia artificial
3.7.1 Metriques de rendiment

Després de I'entrenament d'un model d'aprenentatge automatic o profund s'ha de mesurar I'éxit
d'aquest, per aix0 es fa un procés d'avaluacio o validacid, on es treuen algunes estadistiques
per observar com de precises son les prediccions. Aquests indicadors es diuen metriques de
rendiment. En aquest TFG les métriques de rendiment que s'han fet servir per comprovar el

rendiment dels models de 1A son les segiients:

e Exactitud (Accuracy): I'exactitud és la proporcio de resultats correctes entre tots els
resultats que prediu el model. En aquest cas, s'ha de diferenciar si s'esta fent una

classificaci6 binaria o multiclasse.

En el cas d'una classificacid binaria, el model ha de predir una Unica condicid (per

exemple, el ventilador esta en funcionament o no, és a dir, esta en velocitat 0 0 no). En
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aquest cas I'exactitud es calcula dividint la suma dels resultats correctes entre tots els
resultats. Els resultats correctes serien els veritables positius (True positive 'TP") i els
veritables negatius (True Negative "TN'). Per calcular el total de resultats als TP i TN
se'ls hauria de sumar els falsos positius (False Positive 'FP') i falsos negatius (False
Negative 'FN').

D'aquesta manera, la formula per calcular I'exactitud en models de classificacio binaria
és:
TP+ TN
TP+TN+ FP + FN

Exactitud =

En el cas d'una classificacié multiclasse, és a dir, on el model ha de predir diverses
condicions (per exemple, el ventilador esta funcionant en Velocitat 0, 1, 2 0 3) es fa
una matriu de confusio (que veurem en els seguents punts) més amplia i el calcul de
I'exactitud es pot complicar. Per aixo I'exactitud en casos de classificacié multiclasse
es calcula dividint els resultats o prediccions correctes entre tots els resultats o
prediccions.

Prediccions Correctes

Exactitud =
Total Prediccions

O expressada d'una altra manera pero amb el mateix significat:

Y TP
YTP+YFP +YFN

Exactitud =

Precisio: la precisid se centra a calcular la proporcio dels veritables positius (TP) entre
totes les prediccions positives que s'han fet. Per exemple, en el cas d'aquest TFG la
precisié de la velocitat 0 del ventilador seria el calcul de les prediccions correctes que
s'han fet indicant que el ventilador estava en velocitat 0, entre totes les prediccions
(correctes i incorrectes) en les que el model ha dit que el ventilador estava en aquesta
velocitat. D'aquesta manera, la precisio mesura la capacitat del model de detectar

correctament les velocitats o anomalies del ventilador.

TP

p Y
recisio TP + FP
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Recall (Sensibilitat): el Recall o Sensibilitat (es fa servir més el terme Recall a
I'ambient cientific) se centra a identificar quin percentatge de casos positius reals s'han
identificat. Per exemple, i continuant amb el cas de la velocitat 0, el Recall seria la
proporcid de casos de velocitat 0 correctament detectats entre tots els casos en els
quals el ventilador estave realment en aquesta velocitat. Es a dir, aquesta métrica

mesura la capacitat per detectar correctament les classes.
TP

Recall = TP+—FN

F1-score: és una mesura harmonica de la precisié i la sensibilitat (Recall), que
combina totes dues metriques en un Unic valor. La F1-score és especialment atil quan
la distribuci6 de classes (etiquetes) és desequilibrada, ja que en tenir en compte tots
dos valors, només sortira amb un alt valor d'F1-score si tots dos, sensibilitat i precisio,

son alts.

2 - (Precisi6 - Recall)

F1-— =
score Precisi6 + Recall

Matriu de confusio: en la Matriu de confusié s'expressen en una Unica taula tots els
resultats, les prediccions que ha fet el model, i els valors reals. Amb aquesta métrica es
pot calcular el rendiment del model, ja que indica totes les prediccions correctes i

incorrectes que ha fet.

Prediccion Positiva | Prediccié Negativa

Clase Positiva | Veritables Positius | Falsos Negatius

Clase Negativa | Falsos Positius Veritables Negatius

Taula -1 Matriu de confusié binaria

Cada cel-la de la matriu representa un tipus de prediccid (veritable positiu, fals positiu,
veritable negatiu o fals negatiu) i permet avaluar el rendiment del model a través de les

metriques esmentades anteriorment.
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e Suport: es refereix al nombre total d'instancies reals de cada classe, és a dir, cada

registre o dada recol-lectada en cada classe.

e Mitjana Macro i Ponderada: mentre que la precisio, el Recall i la F1-Score es
calculen classe per classe, les mitjanes Macro i Ponderada fan una mitja d'aquestes
meétriques tenint en compte totes les classes. La mitjana Macro fa el calcul sense tenir
en compte la desigualtat entre classes, és a dir, totes les classes es consideren iguals.
Al contrari, la Mitjana Ponderada calcula les métriques en cada classe i fa la mitjana
tenint en compte el nombre d'instancies, és a dir, el suport. D'aquesta manera, la

Mitjana Ponderada té en compte la desigualtat entre etiquetes.

Y. Precisio (Classe n)

Mitjana Macro Precisié =
total de classes

Y. Recall (Classe n)
total de classes
Y. F1 — Score(Classe n)
total de classes
Y.(Precisi6 (Clase n) - suport (Clase n))
suport total
Y.(Recall (Clase n) - suport (Clase n))
suport total
Y.(F1 — Score (Clase n) - suport (Clase n))
suport total

Mitjana Macro Recall =

Mitjana Macro F1 — Score =

Mitjana Ponderada Precisio =

Mitjana Ponderada Recall =

Mitjana Ponderada F1 — Score =
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4. Implementacio del sistema d’adquisicio de dades

4.1 Descripci6 general del sistema d'adquisicio de dades

El sistema mitjancant el qual s'adquireixen les dades que recull el dispositiu (en aquest cas
I'accelerometre Adafruit ADXL345) és fonamental, ja que aquest sistema és responsable de
recopilar els senyals de I'accelerometre i transmetre'ls a la Raspberry Pi 4 per al seu posterior
processament i analisi. A continuacid, es proporciona una descripcid general del sistema

d'adquisicio de dades i la seva interaccid.

4.2 Connexions fisiques entre la Raspberry Pi 4 i I'accelerometre Adafruit
ADXL345

A continuacié es mostren les connexions fisiques entre la Raspberry Pi 4 i l'accelerometre
Adafruit ADXL345:

e Connectar la font d'alimentacié (VCC) de I'accelerometre ADXL345 al pin 1 (3.3V)
de la Raspberry Pi 4. L'ADXL345 pot funcionar amb voltatges de 2.0V a 3.6V, per la

qual cosa e€s compatible amb la sortida de 3.3V de la Raspberry Pi.

e Connectar la terra (GND) de l'accelerometre ADXL345 al pin 6 (GND) de la
Raspberry Pi 4.

e Connectar la linia de dades 12C (SDA) de I'accelerometre ADXL345 al pin 3 (GPIO 2,
SDAZ1) de la Raspberry Pi 4.

e Connectar la linia de rellotge 12C (SCL) de I'accelerometre ADXL345 al pin 5 (GPIO

3, SCL1) de la Raspberry Pi 4.

Seguidament, es mostra de manera grafica els diferents pins de la Raspberry Pi 4 amb les

seves ubicacions i el seus respectius noms.
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- M
3V3 power 5V power
GPIO 2 (SDA) o 5V power
GPIO 3 (SCL) Ground
GPIO 4 (GPCLKQ) GPIO 14 (TXD)
Ground GPIO 15 (RXD)
GPIO17 GPIO 18 (PCM_CLK)
GPIO 27 Ground
GPIO 22 GPIO 23
3V3 power GPIO 24
GPIO 10 (MOSI) Ground
GPIO 9 (MISO) GPIO 25
GPIO 11 (SCLK) GPIO 8 (CED)
Ground GPIO 7 (CE1)
GPIO 0 (ID_SD) GPIO 1 (ID_SC)
GPIO 5 Ground
GPIO6 GPIO 12 (PWMO)
GPIO 13 (PWM1) Ground
GPIO 19 (PCM_FS) GPIO 16
GPIO 26 GPIO 20 (PCM_DIN)
Ground o o GPIO 21 (PCM_DOUT)
N J
Figura-1 Ubicacio pins de conexid de la Raspberry Pi 4. Imatge obtinguda de la

referencia [6].

Tot seguit, es mostra de manera grafica I'esquema electric de les connexions dels pins entre la

Raspberry Pi 4 i I'accelerometre Adafruit ADXL345 realitzat amb el programa Fritzing.

Accelerometre Adafruit ADXL345

Raspberry Pi 1
PI-3-V1.2

Raspberry P33 criois
Model B v1.2

LT

ETHERNET

(VH3WYY) I8

Figura -2 Esquema eléctric de les connexions entre I’ADX1L.345 i la Raspberry Pi
4 (imatges realitzades amb el programa Fritzing)
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4.3 Posicionament del sensor per obtenir les vibracions optimes

No totes les ubicacions del ventilador son aptes per tal d'enregistrar dades rellevants per a
I'entrenament dels models d'intel-ligéncia artificial. De fet, aquest pas, és una de les parts mes
importants per tal d'obtenir bons rendiments en els models. Per aquest motiu, s'han realitzat
diverses proves empiriques per tal d'extreure conclusions coherents d'on posicionar
I'accelerometre Adafruit ADXL345.

La primera prova és a escala del tacte huma, i va tractar d'anar passant el dit per diferents
ubicacions del ventilador. Aquesta prova es va dur a terme amb el ventilador a velocitat tres
(la maxima velocitat del ventilador en funcionament normal). Es va poder determinar que la
carcassa no generava suficients vibracions quant a tacte, aixi que es va prendre la decisié de
treure la tapa. Un cop treta la tapa, es van poder observar dues posicions on es percebien més
vibracions, tal com es mostra a la figura [4]. A partir d'aquest punt, es va analitzar quina de
les dues posicions podia extreure millors acceleracions per part de l'accelerometre. Com
aquesta tasca no es pot determinar simplement pel tacte huma, es va decidir fer una segona

prova per poder determinar la posicié optima.

La segona prova va consistir a connectar dos accelerometres al ventilador, un a cada ubicacio
on la prova 1 havia detectat un major grau de vibracions. La connexi6 dels accelerometres es
va realitzar tal com s'explica en l'apartat [4.2]. Després d'extreure les dades en un CSV
(Explicat en I’apartat [5.1]), se'n van grafica les dades seguint I'Annex [I11] per tal de poder
determinar quin sensor captava millors dades. Es va poder determinar que la posicié nimero 1
obtenia una grafica lleugerament més clara de les dades, pero no era suficient per obtenir una

conclusié en ferm.

La tercera prova que es va realitzar va ser executar el model d’AA amb la llibreria de
RandomForestClassifier de Scikit-learn per tal d'avaluar el model posteriorment i veure quina
de les dues posicions assolia millor rendiment. En cada una de les dues posicions es van
recol-lectar les dades, fer el preprocessament i entrenar i avaluar el model d'AA. En
I'avaluacié del model, es va poder confirmar que la diferéncia de rendiment entre les dues

posicions era del 2%, sent la posicio 1 la millor, tal com es mostra en la figura [3].

Malgrat el petit avantatge de la posicid 1 en els resultats de la tercera prova, aquesta posicio

implica també alguns desavantatges. Per comencar, la posicid 1 esta situada just sobre el
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motor del ventilador, la qual cosa implica un major escalfament en el seu funcionament
continuat i aixo podria amb el temps afectar a I'electronica del sensor aixi com a lI'adhesiu que
enganxa aquest en el ventilador. Per una altra banda, en el cas d'avaria 0 manteniment del
motor del ventilador, es correria el risc de malmetre el sensor durant les tasques de reparacio o
manteniment, sigui per accident o per la necessitat de treure'l per poder accedir a certes parts

del motor.

La posicio 2, al contrari, esta situada en un termoplastic extern al motor subjectat per un
caragol, per la qual cosa, en el cas de necessitar acomplir tasques de manteniment, es podria

desmuntar amb rapidesa i sense major problema.

D'agut a la poca diferéncia de rendiment en el model d'AA entre les dues posicions, i tenint en
compte les raons mencionades anteriorment, he decidit finalment escollir la posicio 2. Al fiia
la cap un 2% de diferéncia en el rendiment del model d’AA no compensa els possibles

problemes fisics que pugui implicar la posicio 1.

precision recall f1-score

| precision recall fl-score

Posicio 1 Posicio 2
8.8 .99 .Be .99 e.e .92 .97 .95
1.8 .47 .69 .56 1.8 .59 .58 .58

2.0 .43 .28 .34 2.0 .43 .44 .43
3.0 .55 .45 .49 3.8 .52 .50 .51

accuracy .64 accuracy .62
macro avg o o .68 macro avg . s 252
weighted avg . . .63 weighted avg - . .62

Figura -3 Comparacio exactitud, posicio 1 vs. posicié 2
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Figura - 4 Possibles posicionaments del sensor en el ventilador

4.4 Calcul de la freqliencia de mostreig

4.4.1 Mesurament de les revolucions per minut del ventilador amb un tacometre

laser

Per tal d'establir una frequéncia de mostreig de les dades d'acord amb el teorema de Nyquist-
Shannon, que s'explica més ampliament en l'apartat [4.4.2], era necessari mesurar les
revolucions per minut (RPM) del ventilador TROTEC TVE-14, ja que en la seva fitxa técnica,

que es pot trobar en I'annex [IX], no s'especifica la freqiiéncia maxima del motor.

Per mesurar les RPM del ventilador, va ser necessari adquirir un tacometre laser, pel fet que
aquest dispositiu permet mesurar la velocitat de rotacié d'un objecte sense necessitat de
contacte fisic. En aquest cas resulta especialment util, ja que el contacte amb el ventilador pot
ser perillés, impracticable, o fins i tot influir en la velocitat de rotacio d'aquest.

El tacometre laser mesura les revolucions per minut mitjancant un feix de llum que rebota
amb una petita banda reflectora adherida a lI'objecte que gira. Quan I'objecte, en aquest cas el
ventilador, gira, la banda reflectora es mou i la llum laser del tacometre es reflecteix de

tornada cada cop que la banda passa per davant, calculant aixi la velocitat de rotacio.
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En aquest projecte, a causa de la naturalesa de I'objecte estudiat (un ventilador), I'is d'un
tacometre laser era I'opcié meés segura. El proceés de mesurament és senzill: es col-loca una
cinta reflectora a una distancia determinada de I'eix de rotacidé (en aquest cas, a 2,5 cm, una

ubicaci6é comoda donada la morfologia del ventilador).

No obstant aix0, durant els mesuraments, es van trobar algunes dificultats. El plastic blanc del
ventilador va resultar ser altament reflector, causant interferéncies en el mesurament, ja que el
tacometre també detectava aquesta superficie, a més de la cinta reflectora. Per a solucionar
aquest problema, es va pintar la zona afectada de negre, amb la finalitat de maximitzar
I'absorcio de llum. Tot i aixi, es va detectar un punt brillant que continuava causant
interferéncies. Com a solucié definitiva, es va col-locar un cart6 negre mat en el cami del
laser, la qual cosa va permetre al tacometre detectar només la cinta reflectora durant cada gir

del ventilador.

Figura-5 Cart6 negre amb cinta reflectant del tacometre

Les RPM del ventilador es van mesurar en les seves tres velocitats, obtenint els segiients

resultats:
Mode de velocitat Revolucions per minut (RPM)
1 1042,5
2 1137.6
3 1251,2

Taula - 2 RPM de cada velocitat del ventilador
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A continuacid, es mostra les proves grafiques de les mesures per a cada velocitat (figures

[61.[71 1 [8]).

Figura- 6 Tacometre marcant les RPM de la velocitat 1

Figura-7 Tacometre marcant els RPM de la velocitat 2
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Figura -8 Tacometre marcant els RPM de la velocitat 3

Gracies a aquestes mesures es va poder treure amb precisié la velocitat maxima de rotacio del
ventilador d'aquest projecte, i a partir d'aquesta informacié es va calcular la freqliéncia de
mostreig optima per a captar les vibracions més caracteristiques del seu funcionament, tal

com es discutira en la secci6 [4.4.2].

4.4.2 Teorema de mostreig de Nyquist-Shannon

El Teorema de Mostreig de Nyquist-Shannon és una de les peces fonamentals dins del
tractament de senyals digitals. El teorema diu que per reconstruir un senyal continu, el
mostreig a de ser almenys el doble que la freqiiéncia maxima del senyal. Es a dir, per poder
reproduir bé un senyal que s’estigui mesurant, s'haura de prendre una mostra almenys el doble
de vegades que la freqiiéncia maxima d'aquest senyal. En el cas d'aquest projecte, per fer un
mostreig precis del ventilador TROTEC TVE-14 la taxa de mostreig per segon haura de ser
com a minim el doble la frequéncia maxima del ventilador. A aquesta taxa de mostreig se li

diu Taxa de Nyquist.
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Si el mostreig es fa complint la taxa de mostreig que estableix el teorema de Nyquist es podra
evitar un fenomen anomenat aliasing, és a dir, que els senyals se superposin i no es

distingeixin I’un de I’altre.

Matematicament, el teorema de mostreig de Nyquist-Shannon pot formular-se de la seguent

manera:

Si una funcié x(t) conté no més que una fregliencia maxima B hertz, llavors pot ser

completament determinada pels valors discrets presos a intervals d'1/(2B) segons.

En termes de la frequéncia de mostreig fs (la quantitat de mostres preses per segon), aixo es

tradueix en:
fs = 2B
On B és la freqiiencia maxima en el senyal.

En aquest TFG el senyal que es vol mesurar és la vibracié del ventilador. L'aparell fa 1250
RPM quan funciona en la velocitat més alta, és a dir, 1250 revolucions/60 segons = 20,83
revolucions per segon, o hertz (Hz). En funcié del mencionat Teorema de Mostreig de
Nyquist -Shannon la frequiéncia de mostreig de la vibracié haura de ser, almenys, el doble, és
a dir, minim 20,83-2=41,66 Hz.

La freqliencia de mostreig establerta en els codis d'aquest projecte és de 60 Hz, per tant, la
taxa de mostreig és considerablement més alta que l'establerta pel teorema de Nyquist.
D'aquesta manera no només s'esta complint el teorema que defineix que la freqliencia de
mostreig ha de ser com a minim el doble, sin6 que tambe arriba a ser quasi el triple. D’aquesta
manera, es compta amb un marge de seguretat que permet mostrejar possibles vibracions

inesperadament més altes en el ventilador.

En resum, per poder reconstruir el senyal de vibracio del ventilador correctament, complir el
Teorema Nyquist-Shannon és indispensable. En el cas que el mostreig estigués per sota de la
taxa establerta pel Teorema, es podria produir l'aliasing on el senyal podria ser interpretat

erroniament i es perdria informacio.
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5. Model d’AA amb Scikit-learn

5.1 Adquisicio i emmagatzematge de dades de I'accelerometre pel model d’AA

Gracies a l'adquisicio i emmagatzematge de dades de l'accelerometre Adafruit ADXL345
s'aconseguira la informacié necessaria per als models d'aprenentatge automatic i profund.
Aquest és un pas critic en el procés de manteniment predictiu. Les dades recollides seran
analitzades pels models d'aprenentatge i aquests detectaran els diferents estats del
funcionament normal (velocitat 0,1,2 i 3) en el ventilador. En aquest apartat es presenten els
detalls del procés d'adquisicio, processament i emmagatzematge de les dades de

I'accelerometre per a la seva posterior analisi.
5.1.1 Inicialitzacio i configuracié de I'accelerometre

Per comenca amb l'adquisicio de dades, el primer que s'ha de fer és inicialitzar i configurar
I'accelerometre. El codi que s'ha desenvolupat en Python per dur a terme l'adquisicié de
dades, fara servir llibreries especifiques per a interactuar amb I'accelerometre ADXL345 i el
protocol 12C. Amb I'Gs d'aquestes llibreries s'establira comunicacio entre la Raspberry Pi 4 i el
sensor, a mes també permetran configurar els parametres d'aquest (rang de mesurament,

frequiéncia de mostreig...) i llegir els valors d'acceleracio en els eixos X, Y i Z.

5.1.2 Descripcio del codi de recol-leccio de dades pel model d’AA

Per fer possible d’una manera eficient la recollida de dades de I'accelerometre s'ha hagut de
desenvolupar un codi en Python, que es pot trobar en 1’annex [I]. En aquest apartat, explicaré

de manera sintetitzada el funcionament d'aquest codi:

e Activacio de I'accelerometre ADXL345: primer de tot, és essencial establir una
connexié amb el protocol 12C entre I'accelerometre ADXL345 i la Raspberry Pi, és a
dir, entre mestre i esclau. Aixo s'aconseguira amb la llibreria busio. A continuacio,
amb la llibreria adafruit_adxI345 s'activara I'accelerometre per tal d'obtenir la

informacio de les acceleracions del ventilador.

e Configuracio de parametres de mostreig: abans de comencar amb la lectura s'han

d'establir els parametres amb els que es vol realitzar el mostreig. En el cas d'aquest
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TFG s'ha decidit que el temps de cada mostreig sigui d'un minut, és a dir, es recollira
informacié de cada anomalia i/o funcionament normal durant 60 segons. La freqiéncia
serd 60Hz tal com s'ha establert a 1’apartat [4.4.2]. Es a dir, es prendran 60 mostres per

segon durant 60 segons.

e Demanar a l'usuari la ruta i nom per I'arxiu de sortida: totes les dades que es
recullin de I'accelerometre ADXL345 s'han de classificar, registrar i guardar en una
base dades, que en aquest cas sera un arxiu CSV. Abans de comencar amb el mostreig,
el sistema demanara a l'usuari establir un nom per a I'anomalia i/o0 funcionament
normal que s'esta registrant, aixi com una ruta per guardar el CSV on es reflectiran les
dades. Per exemple, en el cas daquest projecte, s’ha anomenat un registre del

funcionament normal com a “Velocitat_1".

e Funcio6 collect_data(): el sensor ADXL345 mesura l'acceleracid en els eixos X,Y i Z
del ventilador. La funcié encarregada de recollir la informaci6é que envia el sensor és
collect_data(). Durant 60 segons, és a dir, la durada de mostreig, s'executa la funcio
repetidament, i aixi, cada vegada que es recull una lectura de l'accelerometre es

registra en un arxiu CSV amb el nom del funcionament normal i/o anomalia.

e Grafics de Matplotlib en temps real: a I'nora d'agafar les dades del sensor, és
interessant tenir alguna cosa que permeti la visualitzacid en temps real de les lectures,
ja que aixi es podra detectar una desconnexié imprevista o qualsevol anomalia en
I'ambit visual. Per aquest objectiu es fa servir Matplotlib. Amb aquests grafics es
podra veure a temps real els valors de lI'accelerometre en els eixos X, Y i Z. Utilitzant

la funcid update_plots() s'aniran actualitzant els grafics cada 300 ms.

e Iniciar la recol-lecci6 de dades: en aquest punt es fa una crida a la funcio
collect.data() perque comenci a executar-se amb collection_thread.start(). Aixi doncs,
a cada iteracio, plt.show() de Matplotlib mostrara el grafic amb les dades recollides de
Matplotlib per tal de mostrar les dades a mesura que es van recol-lectant respectant els

temps definits.
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e Desar els grafics de les lectures: les imatges (captures de pantalla completes) dels
grafics que es veuen a temps reals durant la recollida de dades poden resultar dtils, per
exemple per il-lustrar les dades a I'hora de treballar amb elles. Per aix0 és interessant
guardar les imatges dels grafics un cop ha acabat la recollida de dades. Es desara una
imatge de cada grafic (X,Y i Z) en la mateixa ruta del fitxer CSV on s'han desat les

lectures. Per fer tot aixo, es fa servir la funci6 save_plot().

5.2 Preprocessament de les dades del model d’AA

Com el seu nom indica, el preprocessament de dades és un tractament que s'ha de fer abans
que el model d'AA processi la informacio. En el context d'aquest TFG, un cop s'han estret les
lectures de les acceleracions del ventilador, per tal de reduir el soroll i que les dades presentin
cert ordre, aquestes s'hauran de netejar i organitzar. Aixo facilitara la feina dels models

d'aprenentatge perque puguin fer les prediccions més eficagment.

Abans d'introduir les dades recol-lectades en l'etapa de preprocessament, es procedeix a
adjuntar totes les dades de les diferents velocitats en un mateix CSV. Aixo es fara amb el codi

de concatenaci6 que es pot trobar en I'annex [I1].
5.2.1 Descripci6 del codi pel preprocessament de les dades del model d’AA

Després de la recol-lecci6 de dades extreta, com s'explica a I'apartat [5.1], s'ha desenvolupat
un codi en Python pel preprocessament, que es pot trobar en 1’annex [IV]. En els seguents

punts s'explica aquest procés:

e Lectura de I'arxiu CSV: les dades que es volen preprocessar estan a lI'arxiu CSV que
s'ha creat durant les lectures de les vibracions del ventilador. El primer pas és obrir
aquest CSV i llegir les dades per poder fer aquest preprocessament. Per aquest
objectiu faig servir la llibreria Pandas que serveix per poder llegir i gestionar les dades
dins d'un CSV eficientment.

e Separacié de caracteristiques i etiquetes: les caracteristiques (features) sén
variables o parametres propis d'allo que s'esta estudiant per fer prediccions amb AA o
AP (en aquest cas, serien els valors de les acceleracions dels eixos del ventilador). Les

etiquetes son les classificacions que el model intentara predir a partir de les
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caracteristiques (per exemple, “Velocitat_1” seria una etiqueta d'un funcionament
normal del ventilador). Seguint I'exemple d'aquest TFG, el model a partir de les
caracteristiques de les vibracions predira si esta en “Velocitat 1, o en altres
funcionaments normals. Fer la separacié de caracteristiques i etiquetes és molt

important, ja que és el que el model necessita per poder fer les seves prediccions.

e Escalat de caracteristiques: certs algorismes poden caure en "l'error” de donar més
importancia a una caracteristica segons I'escala d'aquesta, aixo fa que el model pugui
estar influenciat incorrectament i influeix directament en la seva eficiéncia. Per evitar
aquest risc, es fa I'escalat de caracteristiques o escalat de dades, que consisteix a
limitar el rang d'escala de les caracteristiques, normalment aquest rang és [0,1].
D'aquesta manera, totes les caracteristiques tindran una mateixa importancia pel

model. Per a dur a terme aquest escalat es fa servir lI'objecte StandardScaler.

e Codificacio d'etiquetes: mentre que les persones comprenem millor les dades quan
estan assignades a paraules, les maquines entenen millor els nimeros. Els algorismes
d'’AA o AP comprenen millor els valors numeérics que les paraules, per aixo €s
interessant codificar les etiquetes assignant-los un valor numeric. A aixo se li diu
codificaci6 d'etiquetes o label encoding i és un pas molt important dins del
preprocessament de dades. Per a aquesta funcio es fara servir I'objecte LabelEncoder
de sklearn.preprocessing.

e Guardar I'objecte LabelEncoder: com és obvi, per poder descodificar les etiquetes a
les quals se'ls hi ha donat un valor numeric, és important guardar I'objecte
LabelEncoder. Aixi es podra assegurar la coheréncia en la descodificacio d'etiquetes
numeriques a les seves categories originals durant l'avaluacio i les prediccions del
model. En guardar I'objecte en un arxiu pickle (.pkl), es manté lI'assignacio d'etiquetes

numeriques a categories per al seu futur Us.

e Guardar [I'objecte StandardScaler: tal com sha comentat sobre ['objecte
LabelEncoder, també és important guardar I'objecte StandardScaler, és a dir, I'objecte
que s'encarrega de normalitzar I'escala de les dades per evitar prediccions

incongruents. L'objecte es guarda en un arxiu pickle (.pkl) per a mantenir la
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coherencia en Il'escalat de caracteristiques en noves mostres de dades durant
l'avaluacié i les prediccions del model. Aixi, quan s'introdueixen noves
caracteristiques en una segient lectura de dades, aquestes seguiran el mateix escalat

que la resta.

e Guardar les dades del preprocessament en un nou arxiu CSV: un cop s’han dut a
terme els diferents passos descrits, el preprocessament es pot donar per finalitzat.
Perqué els models rebin i llegeixin aquestes dades preprocessades aquestes s'’hauran de
guardar en un nou arxiu CSV. D'aquesta manera sera facil carregar les dades en futurs

passos del projecte, en concret, en l'entrenament i avaluacié del model d’AA.

Per resumir, per aconseguir que les dades estiguin endrecades i en el millor format possible
per I'aprenentatge automatic el preprocessament és un pas fonamental. Les tecniques d'escalat
i codificacio d'etiquetes fan que les dades tinguin una millor qualitat per ferles servir en el

model d'aprenentatge automatic.

5.3 Entrenament i avaluacio6 del model d’AA

Un cop finalitzats els processos de recollida i preprocessament de les dades de I'accelerometre
Adafruit ADXL345, el seglient pas és entrenar i avaluar el model d'/AA. En aquest apartat, es
justificara la decisid del tipus d'entrenament que s'ha escollit pel model d'AA, aixi com una

descripcio detallada del codi desenvolupat tant per a I'entrenament com per l'avaluacio.
5.3.1 Seleccid i justificacio de I'algorisme d’entrenament del model d’AA

De totes les opcions disponibles per a I'entrenament del model d’AA en aquest TFG, s'ha
optat per utilitzar I'algorisme de boscos aleatoris (Random Forest). A continuacio, es mostren

els motius pels quals s'ha seleccionat aquest algorisme per sobre d'altres:

e Robustesa i versatilitat: els Random Forest o boscos aleatoris son un tipus
d'algorisme que pertany a l'aprenentatge supervisat i estan basats en arbres de decisio.
Els arbres de decisio busquen trobar la resposta a una pregunta. Per fer-ho formularan
preguntes relacionades (basades en certs criteris), aquestes preguntes s'aniran

ramificant en noves preguntes i respostes fins a arribar a una conclusio final. Els
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boscos aleatoris combinen un conjunt d'arbres de decisio, el que aporta al model
estabilitat i precisio. D'aquesta manera s‘obté un model més robust i versatil que amb

un sol arbre de decisio.

e Capacitat per a manejar caracteristiques sorolloses: atés que en aquest projecte es
recullen les dades a partir d'un accelerometre col-locat en un ventilador per tal de
mesurar les vibracions d'aquest, és comprensible que algunes de les lectures tinguin
soroll a causa de les condicions en el moment de la presa de dades. Per exemple, si el
ventilador esta al costat d'una rentadora en funcionament, les lectures es podrien veure
afectades per les vibracions d'aquesta. En una empresa també es pot donar que la
maquina a la qual es vol fer el manteniment predictiu estigui al costat d’una altra que
pugui aportar soroll a les dades. Per aixo, I'algorisme de boscos aleatoris és una bona
opciod, ja que aquest té una capacitat per a manejar caracteristiques sorolloses i reduir

el sobreajust.

e Importancia de les caracteristiques: un dels grans avantatges que brinden els
Boscos Aleatoris és la seva capacitat per a assenyalar quant d’important €s cada
caracteristica de les nostres dades. Aquest detall és clau quan es vol classificar
funcionaments o anomalies, perque ajuda a entendre quines son les caracteristiques
que realment importen en aquest procés. En coneixer aquestes peces clau, es pot
millorar l'eficiéncia del model. A més, aquesta informacié dona la possibilitat de
netejar les dades, és a dir, de reduir la seva dimensionalitat. Aixo es tradueix a treure
de I'equacioé aquelles caracteristiques que no sén tan rellevants, la qual cosa permet

optimitzar el funcionament del model.

e Facil implementacid i ajust: el codi que s'utilitza per a I'entrenament i avaluaci6 del
model, fa servir la llibreria sklearn.ensemble per implementar I'algorisme de boscos
aleatoris. Un gran avantatge que té aquest métode és que és molt senzill d'implementar
i ajustar els hiperparametres del model. Un dels hiperparametres és, per exemple, el
nombre d'arbres que hi haura en aquest bosc aleatori, ja que si son massa pocs, el
model podria ser poc precis i si son molts, massa complex. Finalment, en aquest TFG,

s’ha seleccionar un valor de 100 arbres, que és un valor equilibrat.
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En resum, l'algorisme de boscos aleatoris s'ha seleccionat per a aquest treball a causa de la
seva robustesa, versatilitat, capacitat per a manejar caracteristiques sorolloses i la seva
senzilla implementacid. En I'avaluacio del model, s'acabara de concloure si realment aquest
algorisme s'ajusta correctament per a la deteccio i classificacié de les diferents classes de

funcionament normal en el ventilador.
5.3.2 Descripcio del codi per I’entrenament del model d’AA

El model d’AA que s'ha desenvolupat en aquest TFG ha de ser capa¢ de detectar els diferents
funcionaments normals del ventilador (les velocitats). Per tal de complir amb aquest objectiu,
s'ha desenvolupat un codi en Python basat en la llibreria Scikit-learn. A I'apartat [3.6.3] s'ha
mencionat que aquesta llibreria és una eina molt coneguda en I'entorn de l'aprenentatge
automatic, ja que es fa servir amb abundancia tant per I'entrenament, I'avaluacié i optimitzacié

dels models.

En els seguents punts es pot observar el pas a pas del codi desenvolupat (que es pot trobar en
I’annex [V]) pel procés d'entrenament i avaluacié del model:

e Importar les biblioteques necessaries: per tal de que el model funcioni correctament

s’han d’importar les segiients biblioteques:

o numpy: una biblioteca per a treballar amb matrius numériques i realitzar

operacions matematiques.

o sklearn.model_selection: conté la funcio train_test_split per a dividir les

dades en conjunts d'entrenament i prova.

o sklearn.ensemble: conté la implementacid de I'algorisme

RandomForestClassifier.

o sklearn.metrics: proporciona funcions per a calcular métriques de rendiment

com classification_report i confusion_matrix.
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o pickle: una biblioteca per a guardar i carregar objectes de Python en un arxiu

binari.

e Definir la funcio 'train_and_save_model': aquesta funci6 accepta dos arguments: la
ruta de I'arxiu CSV que conté les dades preprocessades i la ruta on es guardara el

model entrenat. La funcid realitza els segiients passos:

o Llegir les dades del preprocessament: primer de tot, s’ha de carregar l'arxiu
CSV amb les dades preprocessades (el preprocessament s’ha comentat en
I'apartat [5.2]). Per aixo, es fa servir la funcié np.loadtxt, de Numpy. Tal com
s'ha comentat a l'apartat [5.2.1], els models d'aprenentatge interpreten millor
els valors numérics. La funcid mencionada converteix la informacié en una

matriu numerica.

o Separar les caracteristiques i les etiquetes: la matriu de dades es divideix en
dues parts. La variable <X’ conté les caracteristiques (totes les columnes menys
la ultima) i la variable <Y’ conté les etiquetes de les classes (Gltima columna).
Aquestes caracteristiques i etiquetes s'utilitzaran per a entrenar i avaluar el
model.

o Dividir les dades en conjunts d’entrenament i prova: per tenir una nocio de
I'evolucié del model que s'esta entrenant, és interessant dividir les dades de
manera que una part de les dades serveixi per entrenar el model i la resta es
faci servir per avaluar si el seu rendiment és correcte. Es a dir, no podrem
saber si el codi que estem desenvolupant esta millorant si no Il'avaluem, i
aquesta avaluacié es fa amb una part de les dades que introduim. En I'entorn de
la intel-ligéncia artificial es recomana que la proporcié sigui 80-20, el 80% de
les dades sera per I'entrenament i el 20% per avaluar aquest. Aixo es fara amb

la funcio train_test_split de Scikit-learn.

o Entrenar el model: es crea un objecte RandomForestClassifier amb 100
arbres de decisio i una llavor aleatoria fixa (random_state=42) per a garantir la
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reproductibilitat dels resultats. EI model s'entrena utilitzant el métode fit i les

dades d'entrenament (X_train, Y_train).

o Avaluar el model: tal com s'ha comentat en el pas de divisio de dades, les
dades introduides en el model s'han separat en dos grups, el 80% per a
I'entrenament del model i el 20% restant per a lI'avaluacié d'aquest. D'aquesta
manera, el model haura de predir les classes (Velocitat 0, 1, 2 i 3) amb el 20%
de les dades (X_test) fent servir el métode predict.

Un cop fet aix0, s'han de calcular les metriques de rendiment, és a dir, els
parametres que es fan servir per avaluar I'eficacia d'un model d'AA. Aquestes
meétriques son, tal com explica l'apartat [3.7.1], la precisid, I'exhaustivitat, el
F1-score i la matriu de confusio. La funcio classification_report em donara un
resum d'aquestes metriques, aixi s'avaluara si el model classifica de manera
adequada els funcionaments normals del ventilador. Per tenir una representacio
més visual, la funcié confusion_matrix exposa visualment les prediccions

correctes i incorrectes.

o Guardar el model: per no haver d'entrenar el model cada vegada que es
vulgui utilitzar per a detectar els estats del funcionament normal del ventilador,
s'haura de guardar. Per guardar el model, es fa servir la llibreria pickle, que
guardara l'objecte del classificador en un arxiu binari en la ruta que s'indiqui.
Aquesta ruta s'ha d'escriure en model_path. D'aquesta manera, no sera
necessari tornar a reentrenar el model per a quan es vulgui utilitzar de nou.

Aixi doncs, només fara falta carregar I'arxiu.

Executar la funcié ‘'train_and _save _model': un cop definida la funcié
train_and_save_model (que és la funcio que entrenara i avaluara el model), es pot
procedir a I'execucid d'aquesta. Abans d'aix0, només quedara indicar la ruta de I'arxiu
CSV on es torben les dades preprocessades que es volen fer servir per a I'entrenament
i I'avaluacio i indicar la ruta on es vol guardar el model un cop el procés es finalitzi.
Totes dues rutes es passen com a arguments en la funcié train_and_save_model. En
executar la funcio train_and_save_model, és dura a terme el procés d'entrenament i

avaluacio del model.
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Seguint els pasos previament descrits s’aconseguix crea un model d'AA. Aquest model pot ser

posteriorment utilitzat per a implementar el sistema de manteniment predictiu.

5.3.3 Avaluacio del model d’AA:

Tal com s'ha explicat en I'apartat [5.3.2], quan s'entrena el model d'aprenentatge automatic es
reserva una part de les dades per avaluar el resultat d'aquest entrenament. En el cas d'aquest
TFG, i seguint la tendéncia en I'entorn de la IA, s'ha reservat un 20% de les dades per la fase

d'avaluacio del model.

Aquesta avaluacio es representa a través d'unes metriques (la precisid, I'exhaustivitat, el F1-
score i la matriu de confusid). A continuacid es poden veure formules matematiques, calculs i
els resultats d'aquestes metriques en el model d'AA que s'ha utilitzat per predir classes del

funcionament normal del ventilador.

Tal com s'ha mencionat en la descripcio del codi per I’entrenament del model d’AA, la funcid
classification_report mostra un resum de les metriques d'avaluacié i la funcio
confusion_matrix presenta una matriu amb totes les prediccions correctes i incorrectes.
Aquest informe de classificacio i matriu de confusio es poden veure en les taules [3] i [4]

correlativament.
precision recall fl-score support
00 096 098 097 646
1.0 044 048 0.46 623
2.0 045 040 042 637
3.0 054 053 0.53 584
accuracy 0.60 2490
macro avg 0.60 0.60 0.60 2490
weightedavg  0.60 0.60 0.60 2490

Taula - 3 Informe de classificacié del model d’AA
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[[633 5 6 2]

[ 13299 192 119]

[ 9227 257 144]

[ 6146 122 310]]

Taula - 4 Matriu de confusié del model d’AA

Matriu de Confusid: aquesta matriu és una taula on es veuran totes les prediccions
per cada classe del model, correctes i incorrectes. D'aquesta manera, la taula compara
les prediccions i les etiquetes reals. Per entendre la matriu, horitzontalment, fila a fila,
es poden observar les etiquetes reals de cada classe. En aquest cas, la primera fila sén
les instancies de la Velocitat O reals, la segona fila pertany a la Velocitat 1, la tercera

fila a la Velocitat 2 i la quarta a la Velocitat 3.

Si es llegeix la matriu verticalment, s'obtindran les prediccions que ha fet el model. La
primera columna son les prediccions on el model ha detectat la Velocitat 0 del
ventilador, la segona columna les prediccions de la Velocitat 1, la tercera la Velocitat

2 i la quarta son les prediccions de la Velocitat 3.

Es pot veure que el model ha detectat 633 instancies de la Velocitat 0 correctament, ja
que estan a la columna i fila de la Velocitat 0. No obstant aix0, en 5 instancies que
eren en realitat Velocitat 0 (columna 2, fila 1), el model ha predit que es tractava de la
Velocitat 1.

En l'avaluacié del model, la matriu de confusié és la segiient:

[[633, 5, 6, 2],

[ 13, 299, 192, 119],
[9, 227, 257, 144],
[ 6, 146, 122, 310]]
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Els elements de la diagonal principal representen les prediccions correctes (TP) per a

cada classe:

TP (Classe 0) = 633
TP (Classe 1) = 299
TP (Classe 2) = 257
TP (Classe 3) =310

Tal com s'ha explicat, els numeros fora de la diagonal principal son prediccions
incorrectes. Per exemple el cas del nimero 5 (posicionat en la segona posicio de la fila
1) és en realitat una Velocitat 0 etiquetada pel model com a Velocitat 1. En aquest cas,
és un fals negatiu (FN). Aix0 passara amb tota la primera fila fora de la diagonal
principal, son falsos negatius de la Velocitat 0. Continuant amb aquesta logica, els
valors de la columna 1 fora de la diagonal principal (els nimeros 13, 9 i 6) sén falsos

positius per a la Classe Velocitat 0.

FN (Classe 0) = 5 (Classe 1) + 6 (Classe 2) + 2 (Classe 3) = 13

FP (Classe 0) = 13 (Classe 1) + 9 (Classe 2) + 6 (Classe 3) = 28

CLASE | CLASE N-1

é— TP FN FN FN FN ? TN TN TN ™

;— ™™ TN TN TN ? TN TN TN ™™

; TN TN TN : TN TN TN

3_ ™ TN TN TN ? FN FN FN FN

5_ T™™N TN TN TN ? TN TN TN TN

T [ mommar] msas [ame T T " [rmm—s T Trinse e T isous]
Figura-9 Matriu de Confusio per a un classificador multiclasse. Referéncia

bibliografia: [46]
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La matriu de confusié és molt Gtil per visualitzar els resultats del model en cada classe

i identificar problemes com la possible desigualtat entre classes.

Exactitud (Accuracy): L'exactitud calcula la proporcio de prediccions correctes entre
totes les prediccions realitzades pel model. Tal com ja s'ha remarcat a lI'apartat [3.7.1],
en el cas de classificacions multiclasse, com és el d’aquest TFG (ja que el model ha de
predir les diferents velocitats del funcionament normal del ventilador: 0,1,2 i 3), per
calcular I'exactitud s'han de dividir les prediccions correctes entre el total de

prediccions.

Exactitud = (ETP)/ (ETP + XFP + ZFN)

Per el resultats del model, I'exactitud es calcularia com:

Exactitud = (633 + 299 + 257 + 310) /2490 ~ 0.60

Precisio: tal com s'ha explicat en la seccio de fonaments teorics a l'apartat [3.7.1], la

precisid és la proporcio dels resultats positius correctes (TP) entre totes les prediccions

positives que ha fet el model (la suma entre els veritables positius i els falsos positius).

Precisi6 = TP /(TP + FP)

A continuacio es presenta la precisio per cada classe o Velocitat:

Precisi6 (Classe 0) = TP (Classe 0) / (TP (Classe 0) + FP (Classe 0))
= 633 /(633 + 13 + 9 + 6) = 633 /661 = 0.96

Precisi6 (Classe 1) = TP (Classe 1) / (TP (Classe 1) + FP (Classe 1))
= 299 /(299 + 5 + 227 + 146) = 299 /677 = 0.44
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Precisio (Classe 2) = TP (Classe 2) / (TP (Classe 2) + FP (Classe 2))
= 257 /(257 + 6 + 192 + 122) = 257 /577 = 0.45

Precisio (Classe 3) = TP (Classe 3) / (TP (Classe 3) + FP (Classe 3))
= 310/(310 + 2 + 119 + 144) = 310/575 = 0.54

e Recall (Sensibilitat): el Recall és la proporcié de casos positius identificats. Es
calcula dividint les prediccions positives reals (TP) entre totes les etiquetes que son

positives en la realitat (TP+FN).
Recall = TP /(TP + FN)
A continuacio es mostren els calculs pel Recall en el cas concret d'aquest TFG:

Recall (Classe 0) = TP (Classe 0) / (TP (Classe 0) + FN (Classe 0))
=633/(633 +5 + 6 + 2) = 633 /646 =~ 0.98

Recall (Classe 1) = TP (Classe 1) / (TP (Classe 1) + FN (Classe 1))
= 299 /(299 + 13 + 192 + 119) = 299 /623 =~ 0.48

Recall (Classe 2) = TP (Classe 2) / (TP (Classe 2) + FN (Classe 2))
= 257 /(257 + 9 + 227 + 14) = 257 /637 = 0.40

Recall (Classe 3) = TP (Classe 3) / (TP (Classe 3) + FN (Classe 3))
= 310/(310 + 6 + 146 + 122) = 310/584 = 0.53

e Fl1-score: la puntuacié F1 es calcula com la mitjana harmonica entre la precisio i el

recall:

Precisio - Recall

F1-— = 2-
score Precisi6 + Recall
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Llavors, I'F1-score de cada classe en aquest cas seria:

Suport: Tal com s'ha explicat a l'apartat [3.7.1], el suport és simplement el nombre
d'instancies reals de cada classe en el conjunt de dades de prova. En l'avaluacio
reflectida al principi d'aquest apartat, el suport per a cada classe es mostra en la

columna "support™ de l'informe de classificacio:

Suport (Classe 0) = 646
Suport (Classe 1) = 623
Suport (Classe 2) = 637
Suport (Classe 3) = 584

Mitjana Macro i Ponderada: Tal com s'ha explicat a I'apartat [3.7.1], les mitjanes
Macro (macro avg) i Ponderada (weighted avg) son mitjanes que es fan de les
meétriques de cada classe (precisio, recall i Fl-score). La Mitjana Ponderada té en
compte la possible desigualtat de les etiquetes, ponderant segons el suport. Al contrari,
la Mitjana Macro fa la mitjana sense ponderar. En aquest cas sén molt similars perqué

el nombre d'instancies de cada classe son també similars.

Les mitjanes Macro i Ponderada per aquest model, es calculen de la seglient manera:

o Mitjana Macro:
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2 Precisié (Clasen)  0.96 + 0.44 + 0.45 +0.54

Mitjana Macro Precisié = 2 2 ~ 0.60
. Y. Recall (Clasen) 0.98 + 0.48 +0.40 + 0.53
Mitjana Macro Recall = 2 = 7 ~ 0.60
. Y, F1 — Score F1 (Clase n) 097 + 0.46 + 0.42 + 0.53
Mitjana Macro F1 — Score = = ~ 0.60

4 4

o Mitjana Ponderada:

2. Presici6 (Classe n) - suport (Classen)

Mitjana Ponderada Precisi6 =
suport total

096 - 646 + 0.44 - 623 + 0.45 - 637 + 0.54 - 584

~ 0.60
646 + 623 + 637 + 584
. Y. Recall (Classe n) - suport (Classe n)
Mitjana Ponderada Recall = =
suport total
098 - 646 + 048 - 623 + 0.40 - 637 + 0.53 - 584 0.60

646 + 623 + 637 + 584

). F1—Score (Classe n) - suport (Classen)

suport total B
_ 097 - 646 + 0.46 - 623 + 0.42 - 637 + 0.53 - 584
Bl 646 + 623 + 637 + 584

Mitjana Ponderada F1 — Score =

~ 0.60

Després de calcular totes les metriques mencionades, els resultats de I'avaluacio del model

d'aprenentatge automatic es resumeixen en els segients punts:

e L'exactitud del model en general és d'un 60%, aixo vol dir que de totes les prediccions
que ha fet el model, 60 de cada 100 sén correctes.
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e Les meétriques classe per classe, precisio, Recall i F1-Score son diferents, sobretot amb
gran diferéncia en la deteccidé de la Velocitat O respecte a les altres velocitats. El
model detecta la Classe 0, és a dir, la Velocitat 0, amb una precisio del 96%, un Recall
de 98% i una F1-Score de 97%. La deteccié de la resta de velocitats té meétriques

menys altes, que varien entre el 40% i el 54%.

e A la Matriu de Confusié es pot veure el que ja he comentat en el punt anterior. La
Classe 0 és detectada amb resultats bons pel model, pero hi han més dificultats per
predir la resta de classes. La quantitat de prediccions erronies del model en les

velocitats 1, 2 i 3 sébn nombroses.

Es pot concloure que el model té un bon rendiment en la Classe 0, pero té dificultats per a
classificar correctament les Classes 1, 2 i 3. L'exactitud global del model és del 60%, la qual
cosa pot ser insuficient en funcié de les expectatives i els requisits del projecte. Per a millorar
el rendiment del model, es podrien explorar diferents tecniques de preprocessament, ajust

d'hiperparametres o fins i tot provar altres algorismes de classificacio.

5.4 Desplegament del model d’aprenentatge automatic

Fins aquest moment, s'ha implementat un sistema per agafar les dades del ventilador, s'han
preprocessat les dades i s'ha entrenat el model d'AA. Per tal de poder detectar les diferents
velocitats del funcionament normal del ventilador en temps real, fa falta desenvolupar un
deployment. El deployment, en catala desplegament, es refereix al procés d'aplicacié del
model entrenat per a detectar en temps real les classes. En aquest apartat s'explicara en detall

el procés que segueix el deployment per tal de complir amb la seva funcié.
5.4.1 Descripcio del codi per al desplegament del model d’aprenentatge automatic

Pel desplegament del model d'AA, igual que en els passos previs, s'ha desenvolupat un codi
en Python, que es pot trobar a I’annex [VI]. A continuacio es veura pas a pas el funcionament
d'aquest codi per a la implementaci6 i desplegament del model que ha de detectar i classificar

les velocitats del funcionament normal del ventilador TROTEC TVE 14 en temps real.
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e Inicialitzacio de I'accelerometre: en primer lloc, s'han d'importar les llibreries que es
faran servir: os, time, board, busio, adafruit_adxI34x, StandardScaler, LabelEncoder,
pickle i numpy. Per tal d'aconseguir la comunicacié entre la Raspberry Pi 4 i
I'accelerometre ADXL345 es fan servir les segiients funcions: Amb la funcio
busio.l2C(board.SCL, board.SDA) es procedeix a iniciar la comunicacio I12C.
Finalment, la funcié adafruit_adxI34x.ADXL345(i2c) es fa servir per crear una
instancia de I'accelerometre ADXL345.

e Carregar el model entrenat: el model d'AA, que s'ha entrenat i avaluat préviament,
esta guardat en un arxiu .pkl anomenat model_entrenat.pkl. Aquest es carregara amb
la funcio pickle.load() per fer-lo servir en aquest desplegament. Tal com s'ha explicat
a l'apartat [5.3.1], aquest és un model que fa servir boscos aleatoris amb I'objectiu de
predir en temps real les velocitats del funcionament normal del ventilador a partir de

les dades de I'accelerometre connectat a aquest.

e Carregar el StandardScaler i LabelEncoder: a més de carregar el model entrenat,
també es carreguen el StandardScaler i el LabelEncoder des dels seus respectius
arxius (scaler.pkl i label_encoder.pkl) utilitzant pickle.load(). El StandardScaler es fa
servir per a escalar les dades de I'accelerometre abans d'ingressar-los al model, mentre
que el LabelEncoder es fa Us per a descodificar les etiquetes de les classes després de

realitzar les prediccions.

o Definir la taxa de mostreig i el retard entre mesuraments: la taxa o freqliéncia de
mostreig, tal com s'ha explicat a l'apartat [4.4], indica quantes mesures de les
acceleracions del ventilador fa el sensor en un segon. En aquest TFG, tal com s'ha
aclarit a l'apartat [4.4.2], s'ha establert que aquesta taxa sigui de 60 Hz, és a dir, 60
recol-leccions de les dades cada segon. Per una altra banda, el retard entre
mesuraments, al contrari, es calcula amb la inversa, (1/60), aquest sera el temps que el

programa en Python espera abans de fer la seglent lectura.

e Detecci6 de les classes (velocitats) en temps real: arriba el moment clau, el codi es
posara en marxa per comencar a fer les prediccions del model en temps real i detectar

les diferents velocitats del ventilador mentre aquest esta en funcionament. Per aquest
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motiu, el codi entrara en bucle (es repetira constantment), efectuant els seguents

passos en cada repeticio:

o Les dades que processara el model s'extreuen de I'accelerometre col-locat al
ventilador. Aquestes seran les dades que s'han de llegir en temps real per tal
que el model detecti les diferents velocitats del funcionament normal del
ventilador. Les dades es recullen del sensor amb la funcid
accelerometer.acceleration. A més, per tal que les dades siguin d'un format

adequat pel model, s'emmagatzemen en un array de Numpy i es redimensionen.

o Les dades extretes de I'accelerometre s'han de preprocessar,per tal que estiguin
organitzades i siguin de facil lectura pel model. Aquest preprocessament es fa
amb el StandardScaler que s'haura carregat abans i que s'ha generat en el
moment del preprocessament de les dades explicat en I'apartat [5.2]. Part del
preprocessament de les dades és I'escalat de caracteristiques, aixo es fa amb la

funcié scaler.transform().

o Un cop el model comenca a rebre les dades preprocessades, el segiient pas és
comencar amb les prediccions, és a dir, el model d'/AA ha de detectar les
diferents velocitats del funcionament normal del ventilador. Aixo ho fa gracies
a I'entrenament previ que ha rebut (resumit en l'apartat [5.3]). El que fa el
model és predir I'etiqueta de velocitat del ventilador segons les dades que rep.

Aquest Gltim pas ho fa amb la funcié model.predict().

o Tal com s'ha assenyalat a I'apartat [5.2.1], les maquines (en aquest cas el model
d'aprenentatge artificial) processen millor els valors numeérics. En el
preprocessament de dades del model s'ha fet una codificacié de les etiquetes
(les diferents classes de velocitats del ventilador). Aquestes ara tindran un codi
numeric. En aquest pas del deployment, es descodifiquen les etiquetes
utilitzant el LabelEncoder que s'ha carregat préviament en el programa. En
concret, s'encarrega la funcié label_encoder.inverse transform(), que
converteix el valor numeric de I'etiqueta en el nom corresponent d'aquesta, que

en aquest cas sera una de les velocitats del ventilador (0, 1, 2 o 3). D'aquesta
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manera en el desplegament, quan el model predigui les classes a temps real, es

veura cada etiqueta pel seu nom, i no pel seu codi numeric.

o S’imprimeix el nom de I'anomalia detectada en la consola o terminal utilitzant
la funcié print(). D'aquesta manera, es proporciona una retroalimentacié en

temps real sobre les classes (velocitats) detectades pel sistema.

o Préviament, s'ha explicat que el retard entre mesures és el temps que el
programa en Python espera abans de fer la seguent lectura. EI programa es
pausa durant el temps establert pel retard per evitar la saturacid per excés de
dades. Aixo es fa amb la funcio time.sleep(). El programa s'atura durant el
temps que marca el retard, i aixi s'aconsegueix que nomes es recullin les dades

del sensor amb la frequiéncia establerta per la taxa de mostreig.

En resum, el desplegament del model és un codi que obté les dades de l'accelerometre en
temps real, les preprocessa, i passa aquestes dades pel model préviament entrenat per tal de
poder detectar les velocitats del funcionament normal del ventilador en temps real. La
velocitat detectada per aquest codi sera impresa en el terminal. Aquest proces s'anira repetint
fins que s'aturi el programa manualment. D'aquesta manera podria estar dies, setmanes o

mesos monitorant el funcionament del ventilador.
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6. Model d’AP amb Edge Impulse

Després d'observar els resultats obtinguts amb el model d'AA, s'ha decidit prova amb una altra
alternativa d'lA per veure si es pot aconseguir un millor rendiment. S'ha optat per provar amb
un model d'aprenentatge profund, ja que I'algorisme de classificacié en aquests son diferents
de l'utilitzat al model d'AA. Pel desenvolupament del model d'AP s'ha decidit fer servir la
plataforma Edge Impulse, una pagina web que facilita I'entrenament de models d'lA amb un
entorn user-friendly. Aquest a més permet de manera senzilla jugar amb els parametres del
model per tal d'afinar-lo i assolir el millor rendiment possible sense necessitat de canviar tot el

codi de programacio com és el cas del model d'AA.

6.1 Adquisicio i emmagatzematge de dades per el model d’AP amb Edge

Impulse
6.1.1 Connexio de la Raspberry Pi a la plataforma Edge Impulse

Primerament, la Raspberry Pi 4 s'ha de connectar amb la plataforma Edge Impulse per tal que
les dades de I'accelerometre puguin ser enviades a aquesta. El primer pas que s'ha de realitzar
és connectar de manera fisica la Raspberry Pi a I'accelerometre Adafruit ADXL345. Es pot

trobar I'explicacié de la connexi6 fisica a I'apartat [4.2] d'aquest TFG.

Un cop ja esta la connexio fisica establerta entre la Raspberry Pi i I'accelerometre, el seglient
pas que s'ha de dur a terme és la connexi6 de la Raspberry Pi a la plataforma Edge Impulse.
Per tal d'assolir aquesta connexid, és important tenir dintre de la Raspberry Pi les
dependéncies o llibreries necessaries instal-lades, per tal que posteriorment, I'execucid del
codi de recol-leccid de dades de I'accelerometre a la plataforma Edge Impulse sigui exitosa.

Seguint el manual que es pot trobar en la mateixa web oficial de la plataforma Edge Impulse,
amb referéncia en aquest TFG [22], he instal-lat les dependéncies en el terminal de la

Raspberry Pi amb el codi que es proporciona en lI'annex [VII].

El seglent punt clau per tal de poder enviar les dades a la plataforma és agafar la HMAC
KEY i I'API KEY associades al compte dintre de la pagina web d'Edge Impulse. Tal com es

mostra a la figura [10], a la pestanya "Keys" es poden trobar aquestes claus.

A continuacio es fa una petita descripcio sobre que son les claus HMAC i API:
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e HMAC KEY: la clau HMAC (Hash-based Message Authentication Code) no deixa
de ser un tipus de credencial o firma digital que serveix per autoritzar sol-licituds a
plataformes, sobretot en entorns de plataformes en el nivol com és Edge Impulse.

e API KEY: la clau API (Application Programming Interfaces) és un identificador Unic
per autentificar la connexid entre dos programes computacionals, en aquest cas entre

el codi en Python de la Raspberry Pi i la plataforma Edge Impulse.

Project info Keys Export Jobs

APl Keys

APl keys are used to connect to the Edge Impulse API, and to connect devices to the Edge Impulse remote management APL All AP| keys that are not marked as development keys

NAME API KEY

paubaay-project-1-key ei_096fc67d15ee0e12941cfbed159bfdfbeBe33de1e1558debobdasfel ffd6a422

HMAC Keys

HMAC keys are used to sign device data that gets sent through the ingestion API. The data acquisition format documentation has examples on how to sign data in a variety of lang
NAME HMAC KEY

paubaay-project-1-key b7d6ffsb1647d48fc20e5477b32d3b93

Figura - 10 Captura de pantalla de la pestafia “Keys” de Edge Impulse per a
I’obtencio de les claus API 1 HMAC

Un cop ja estan totes les dependeéncies instal-lades, per tal de comprovar si la recol-leccié de
les dades és exitosa en la plataforma Edge Impulse, s'executara I'arxiu Python, que es pot

trobar en I'annex [VI1I1], per tal d'enviar les dades al compte d'Edge Impulse.

No obstant aix0, abans d'executar-lo s'han de definir les claus HMAC i API dins del codi.
També s'haura de canviar el valor de x-file-name cada cop que es vulgui enregistrar una
etiqueta o classe nova. Aixi, cada classe en la qual s'esta recollint les dades tindra un nom

diferent. A continuacié es mostren els camps a modificar:



Model d’AP amb Edge Impulse 61

e HMAC_KEY: Tal com he explicat anteriorment, aquesta constant s'obté de la pagina
web d'Edge Impulse i és personal per a cada usuari.

e API_KEY: Aquesta constant també es pot trobar a la plataforma d'Edge Impulse i

també és personal per a cada usuari.

e Xx-file-name: Aquesta variable és la variable que s'ha de canviar per tal d'introduir el

nom de I'etiqueta per la qual volem enregistrar les dades.

Un cop ha finalitzat I'execuci6 del codi, apareix en el terminal el segiient missatge confirmant
que la recol-lecci6 de dades ha tingut éxit: “Archivo subido a Edge Impulse 200 b
'velocidad_X_3v815l1o.json' “. En la seguent figura [11], es pot visualitzar el missatge de

sortida del terminal.

2 _impulse optimdized.py

= impulse optimdz

& AmpU Lse optimlz

Figura - 11 Captura de pantalla missatge sortida terminal codi Python de

recol-leccié de dades per a Edge Impulse

Un cop executat el codi per primer cop i havent imprés el missatge “Archivo subido a Edge
Impulse 200 b 'velocidad_X_3v81510.json’ ¢, s'ha de comprovar dintre de la plataforma Edge
Impulse que realment I'operacié hagi tingut éxit. Per tal de comprovar-ho, s'ha d'anar a la
pestanya "Your devices", on ha d'aparéixer, tal com es mostra en la seglent figura [12], la
Raspberry Pi en el llistat d'equips. Si tot és correcte, a la columna “last seen” haura d'indicar
el dia i I'nora en el qual s'ha finalitzat I'execucio del codi en Python per a la recol-leccié de
dades. En cas de no ser aixi, voldra dir que no s'ha realitzat amb exit la connexiéo amb la

Raspberry Pi.
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Your devices ['I- Connect a new device ]

These are devices that are connected to the Edge Impulse remote management API, or have posted data to the ingestion SDK.

NAME o TYPE SENSORS RE.. LAST SEEN
Raspberry E4:5F:01:1B:54:7D LINUX_TEST [ ] May 28 2023, 13:34:57
Figura - 12 Captura de pantalla de la pestanya “Your devices” dintre de la

plataforma Edge Impulse.

L'Gltima comprovacid que s'ha de fer per assegurar que tot esta funcionant amb normalitat és
confirmar que les dades realment es poden visualitzar dintre la plataforma Edge Impulse. Per
tal de verificar-ho, s'ha d'accedir a la pestanya "Dataset" i alla, tal com mostra la figura [13],
hauria d'apareixer un llistat on es poden visualitzar les etiquetes o classes recol-lectades pel

programa en Python.

Data explorer Data sources | €5V wizard

DATA COLLECTED RAIM F TEST SPLI
2h 12m 16s " 4 100% /0% &
Dataset L & B
Training Test T =
welocidad_3. 3vasikos welocidad_3 Today, 13:25:00 33m 45
velocidad 1.3wv821510 velocidad_ Today, 12:41:46 33m 45
wvelocidad_2. 3v82a28n welocidad 2 oday, 12:27:54 33rm 4=
velocidad_0. 3vA05m3E walocidad_0 Today, 11:50:34 3Amds
Figura - 13 Captura de pantalla de la pestanya “Dataset” dintre la plataforma Edge
Impulse

D'aquesta manera, a mesura que es vagin recol-lectant noves classes o etiquetes, es podra anar
veient com es van afegint en el llistat.
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6.1.2 Descripcié del codi de recol-lecci6 de dades per el model d’AP amb Edge

Impulse

A continuacid, es fa una explicacio detallada del funcionament del codi amb Python per a la

recopilacié de dades de I'accelerometre a la pagina web Edge Impulse, que es pot trobar en
I'annex[VI1I]:

e Importacio de les llibreries de Python necessaries: En el comencament del codi es
pot apreciar tot un bloc de llibreries importades que permeten fer crida a diferents

funcions, classes i variables preprogramades. A continuacio es llisten les llibreries:

o JSON: aquesta llibreria permet que les dades en el llenguatge JSON (Java
script object notation), un llenguatge altament utilitzat en comunicacions web,

puguin ser codificades i descodificades en el codi.

o Time, hmac i hashlib: aquestes llibreries de Python es fan servir Unicament
per a la generacio de la firma digital HMAC, que ja he explicat anteriorment

en aquest capitol del treball.

o Requests: aquesta llibreria es fa servir per realitzar, juntament amb I'API de la
plataforma, sol-licituds HTTP amb la web Edge Impulse.

o Re i uuid: aquestes llibreries serveixen per crear el nom del dispositiu a partir

de la direccio MAC de I'adaptador de xarxa de la Raspberry Pi.

o Busio, board i adafruit_adxI34x: aquestes llibreries fan Us del protocol 12C
per tal de crear la comunicacié entre I'accelerometre ADXL345 i la Raspberry
Pi.

Definicié de constants globals: En la part superior del codi es declaren tres constants de
summa importancia, ja que sense elles no es podria realitzar exitosament la comunicacio
entre la Raspberry Pi i el projecte creat dins la plataforma d'Edge Impulse. Per aquest
motiu les constants HMAC-KEYS, API-KEYS i INTERVAL_MS han de ser declarades al
principi del codi. Anteriorment, ja he explicat que son les HMAC-KEYS i I'API-KEYS, aixi
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que nomes parlaré en aquest punt de 'INTERVAL_MS, que és la frequéncia de mostreig
en mil-lisegons i que compleix el teorema de Nyquist-Shannon (ja explicat en 1’apartat
[4.4.2])

e Funcions auxiliars: en aquest punt, s'especifiquen diverses funcions auxiliars amb un

paper especific cada una d'elles:

o get_device_name(): aquesta funcié auxiliar, a partir de la direccio6 MAC de
I'adaptador de xarxa de la Raspberry Pi, genera un identificador Unic que

permet que Edge Impulse reconegui el dispositiu posteriorment.

o create_adxI345_instance(): en primer lloc, configura la comunicacio 12C amb
el sensor. A continuacid, crea una instancia en el sensor Adafruit ADXL345

per tal de recol-lectar les dades de I'accelerometre.

o collect_sensor_data(accel, interval_ms, duration): aquesta, recull Iles
lectures del sensor durant un periode de temps determinat per la variable
duration, una variable que marca els cicles de recol-lecci6 del programa,
conjuntament amb la variable Interval_ms, que marca la frequéncia de
mostreig de les lectures de I'accelerometre. Les dades s'aniran guardant gracies
a un bucle for en una llista anomenada values_list. Finalment, aquesta funcid
auxiliar retornara la llista values_list amb totes les lectures de I'accelerometre

Adafruit ADXL345 durant el temps determinat per duration.

o create_data_payload(accel, interval_ms, device_name): aquesta funcio
auxiliar s'encarrega d'estructurar les dades per ser enviades a Edge Impulse.
Aguesta tasca també es coneix en el mén de la programacié com a payload, tal
com indica el nom de la funcio. En aquest payload aniran les metadades més
rellevants per ser enviades a la plataforma. Aquesta estructura, tot i que pugui

semblar molt similar a un objecte en JSON, és un diccionari de Python.

o sign_data(data, hmac_key): s'encarrega de firmar amb el hmac_key el

payload del diccionari de Python data. La firma es realitzara amb I'algoritme
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SHA256 i es converteix en una cadena hexadecimal utilitzant hexdigest().
Posteriorment, es guarda en la variable signature. Finalment, aquesta funcio
firma el diccionari de Python data que seguidament es convertira en una
cadena de JSON amb json.dumps(data). Aquest Gltim pas sera el retorn de la
funcié. La Unica finalitat que té aquesta funcio és garantir la seguretat i la

integritat de I'enviament de les dades a Edge Impulse.

o upload_data(encoded_data, api_key): Aquesta funcio es recolza en el modul
requests per a llangar una sol-licitud POST als servidors d'Edge Impulse. Tot el
que es mana segueix el format JSON i incorpora una carrega de dades
degudament signada. Per a poder autenticar la sol-licitud i vincular-la a un
compte especific d'Edge Impulse, s'introdueix en les capcaleres la clau APl que
proporciona la mateixa plataforma. No sols aix0, també s’afegeix un nom
d'arxiu x-file-name que ajuda a distingir entre els diversos conjunts de dades
que s’envien a Edge Impulse. Com a resultat, la funcio retorna la resposta que
emet el servidor, una cosa molt Gtil per a poder fer seguiment i comprovar que

tot ha anat com la seda.

e Funcid principal: la funcié principal, anomenada main(), controla el flux del
programa. Aquesta funcié és la que duu a terme els passos per rebre les dades del

sensor, donant-los format i enviant-los a Edge Impulse.

o Primer que res, s'ha de verificar que el valor INTERVAL_MS sigui més gran
que zero, perqué de no ser aixi, no tindria sentit una frequéncia de mostreig

igual a zero 0 menor, per tant, es llencaria una excepcio.

o Seguidament, es crea el nom del dispositiu amb la funcié get_device_name() i
amb la funcié create_adxI345 instance() es crea una instancia de
I'accelerometre ADXL345. Després, create _data payload() generara la

payload de les dades, que inclou la recol-leccid de les dades de I'accelerometre.
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o Un cop realitzat I'anterior pas, amb la funci6 sign_data() es firma la payload
amb la clau HMAC i aixi es garanteix l'autenticitat de les dades. Amb aquest

procés es creara una cadena JSON que es guarda en la variable encoded_data.

o Per acabar, amb la funcié upload_data () s'envia a Edge Impulse la cadena
encoded_data. L'éxit o fracas de I'operacid es veura en un missatge impres en
el terminal, que dependra del codi d'estat de la resposta HTTP (200 Ok, 404

Not Found, 500 Internal Server Error).

e Execuci6 del Programa:en la linia final del codi, el main() només es posa en marxa si
el script opera com a arxiu principal, és a dir, no s'incorpora des d'un altre script.
Aquest protocol és bastant comU en les aplicacions de Python, i s'utilitza per a
habilitar o inhibir I'execucié de determinades parts del codi quan els moduls so6n
importats. Aquesta precaucio ens permet mantenir un control més rigorés sobre com i

quan s'executen uns certs fragments del codi.

6.1.3 Separacio de les dades en grups d’entrenament i prova

Tal com mostra a la figura [14], el 100% de les dades estan destinades a training (és a dir, a
entrenar el model). EI mateix Edge Impulse mostra una alerta al costat d'aquest nimero
perque el recomanable és destinar part d'aquestes dades al testing (és a dir, a lI'avaluacio del
model). La proporcio correcta seria que el 80% de les dades estigues destinada a training i el
20% restant a testing, d'aquesta manera es podria avaluar la precisio del model, de la mateixa

manera que s'ha fet amb el model d'AA.

m Data explorer Data sources | €5V Wizard

2h12m 16s

Dataset i & B

Training T &8

Figura - 14 Captura de pantalla de la pestanya “Dataset” on es mostra 1’alerta en el

Train/Test Split dintre la plataforma Edge Impulse
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Per separar les dades es fara us de I'eina split que proporciona Edge Impulse. En la seglient

figura [15] es pot veure el split realitzat per a cada classe:

@ split sample 'velocidad_0.3v805m96'

i e dss m

Figura - 15 Captura de pantalla de la pestanya “Split sample” on es mostra el split

realitzat Train/Test a la plataforma Edge Impulse

Les dades recol-lectades que es veuen a la plataforma Edge Impulse es quantifiquen per
durada en el temps. D'aquesta manera, en la figura [13] es pot veure com cada velocitat té una
durada de dades de 33 minuts i 4 segons. El split entre dades per training i dades per testing a
la plataforma Edge Impulse es determina en mil-lisegons (ms), per tant, el primer que s'ha de

fer és convertir en mil-lisegons el temps de durada de les dades recol-lectades.
Per calcular els mil-lisegons mencionats anteriorment, es fan les segiient operacions:
1 minut = 60,000 mil - lisegons
1segon = 1,000 mil - lisegons
33 minuts = 33 - 60,000 = 1,980,000 mil - lisegons
4 segons = 4 - 1,000 = 4,000 mil - lisegons

1,980,000 ms + 4,000 ms = 1,984,000 mil - lisegons.
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Per tant, 33 minuts i 4 segons son equivalents a 1,984,000 mil-lisegons. Ara, s'haura de

calcular el 80% i 20% d'aquests mil-lisegons.
Per calcular el 80%:
1,984,000 ms - 0.80 = 1,587,200 ms
Per calcular el 20%:
1,984,000 ms - 0.20 = 396,800 ms

En la plataforma Edge Impulse, dins de la mateixa pestanya dataset, s'ha d'escollir les dades
de Il'etiqueta on es vol fer el split. Amb I'opcié Split Sample es defineix que 1,587,200 ms

d'aquestes dades son per training i 396,800 ms son per testing.

Un cop el split esta fet, el 20% de les dades de cada velocitat es moura a testing. Ara la
plataforma no donara cap alerta (com es pot veure a la figura [16]) i el model es podra testejar
adequadament, igual que es va fer amb el model d'AA..

TRAIN / TEST SPLIT

80% /20% @

Figura - 16 Captura de pantalla de la pestanya “Dataset” on ja no es mostra ’alerta
en el Train/Test Split dintre la plataforma Edge Impulse

Seguidament, un cop la separacio de dades per a training/testing esta feta, s'haura de crear el

disseny general de com es vol que sigui el model d'AP.

6.2 Disseny general del model d'AP amb Edge Impulse

En aquest apartat, es creara el layout del model d'AP que es vol crear de forma genérica. El
layout el podem trobar en la seguent figura [17]. Tal com es pot apreciar, en aquesta pestanya
dintre la plataforma, se seleccionen diferents blocs de processament i aprenentatge per tal de

configurar el que millor s'adapta al projecte. A continuacio es fa una explicacio6 de cada bloc:
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Time series data: en aquest bloc es fa referéncia a la sequiéncia de punts de les dades
recol-lectades pel programa en la pestanya “data aquisition”, en aquest cas les dades
recol-lectades per I'accelerometre en els eixos X, Y i Z.

o Windows size: esta definit a 2000 ms que és la finestra de dades que es pren

per a cada mostra.

o Window increase: esta definit a 200 ms, aixo fa referéncia a quant es desplaca

la finestra després de cada mostra.

o Frequency (Hz): La frequéncia indica quantes vegades es mesuren 0 es

recullen les dades per segon. En aquest cas serien 62.5 mostres per segon.

o Zero-pad data: és una técnica utilitzada per fer que totes les mostres tinguin
la mateixa longitud de punts de mostreig afegint zeros.

Bloc de preprocessament: en aquest bloc, en cas que estigui present en el layout, es
fa el preprocessament de les dades, que es poden seleccionar per si només es volen
processar algunes d'elles. En aquest cas, s'utilitza aquest bloc per processar totes les
dades dels eixos d'acceleracié X, Y i Z. El tipus d'analisi espectral es definira més

endavant.

Bloc d'aprenentatge: en aquest bloc s'escull quin tipus d'aprenentatge es vol realitzar
en el projecte. En aquest cas he escollit Classification, pero hi ha altres opcions tal
com mostra la figura [18]. Classification és un model d'aprenentatge profund que
funciona amb llibreries de TensorFlow. Com es pot veure a la figura [17], com a
caracteristiques d'entrada he marcat la casella de caracteristiques espectrals, ja que el

model s'entrenara amb les dades preprocessades que surtin del bloc d'analisi espectral.

Funcions de sortida: finalment es troba aquest bloc que ens marca les 4 sortides que
tindra el model d'aprenentatge. En aquest cas seran les 4 etiquetes del funcionament

normal del ventilador (velocitat_0, velocitat_1, velocitat_2 i velocitat_3).
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Time series e
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plataforma Edge Impulse

4 Add a learning block

DESCRIPTION

Classification

Learns patterns from data, and can apply these to new data. Great for

categorizing movement or recognizing audio.

Anomaly Detection (K-means)

Find outliers in new data. Good for recognizing unknown states, and to

Classification
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Input features

(v Spectral features
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4 (velocidad_0,
velocidad_1, velocidad_2,
velocidad_3)

Did you know? You can bring your own model in PyTorch, Keras or scikit-learn.

AUTHOR
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complement classifiers. Works best with low dimensionality features like
the output of the spectral features block.

Regression

Learns patterns from data, and can apply these to new data. Great for

predicting numeric continuous values.

Classification - BrainChip Akida™

Edge Impulse

Learns patterns from data, and can apply these to new data. Great for BrainChip
categorizing movement or recognizing audio.ONLY FOR: BrainChip
AKD1000 MINI PCle board

Figura - 18

Un cop s'ha creat el layout del model d'aprenentatge profund que més s'ajusta al projecte, ja es
pot saltar al seguient pas i configurar quin tipus d'analisi espectral es vol utilitzar tal com

s'explica en el seglient capitol.

Some learning blocks have been hidden based on the data in your project. Show all blocks anyway

Impulse.

Output °
features
4 (velocidad_0,

velocidad_1, velocidad_2,
velocidad_3)

Captura de pantalla de la pestanya disseny general del model amb la

RECOMMENDED

(o)

3

(1)

(o)

Captura de pantalla del llistat de learning blocks disponibles a Edge
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6.3 Preprocessament i caracteritzacié espectral de les dades amb Edge

Impulse

El preprocessament i la caracteritzacio espectral de les dades recollides per I'accelerometre,
realitzats en la plataforma Edge Impulse, es presenten com a etapes critiques en aquest estudi.
Aquests processos permeten la transformacié de les dades brutes en una representacié que
sigui més accessible i reveladora de les caracteristiques inherents als senyals recol-lectats. Al
llarg d'aquest apartat, descriuré detalladament els parametres de configuracio emprats per al
preprocessament i analisi espectral de les dades, aixi com la fonamentaci6 teorica que dona

suport a aquestes decisions.
6.3.1 Filtratge de les Dades amb Edge Impulse

La primera etapa del preprocessament de les dades en Edge Impulse és el filtratge d'aquestes.
Aquest pas eés molt important per minimitzar I'impacte que les alteracions externes que
podrien tenir sobre el senyal. Alguns factors com el soroll extern o les vibracions de cossos
aliens al ventilador podrien afectar el senyal, per aixo és vital reduir aquest impacte al maxim.
El filtre que es fa servir en Edge Impulse és un filtre digital IR (Infinite Impulse Response) i
té el benefici que necessita menys potencia de computacié comparat amb I'alternativa, FIR

(Finite Impulse Response).
Els parametres per a la configuracio del filtre (tal com mostra la figura [19]) son els segiients:

e Escala d'eixos (Scale axes): aquest parametre es defineix en 1, aixo vol dir que les
dades recollides de I'accelerometre no s'escalen (al contrari del que s'ha fet en el
preprocessament de les dades pel model d'aprenentatge automatic en el capitol [5.2]).
En el cas d'aquest model, s'’ha decidit provar de deixar les dades en la seva amplitud
original sense escalar, per comprovar si hi ha alguna diferencia rellevant amb la

metodologia utilitzada amb I'anterior model (AA).

e Relacio de decimacio d'entrada (Input decimation ratio): aquest parametre es fixa
en 1, cosa que significa que es reté la totalitat de les dades recol-lectades, sense reduir
la quantitat d'informacio. Mantenir totes les mostres és important per a conservar la

precisié en la representacié del senyal. A vegades es fan reduccions de les dades per
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alleugerir la carrega de processament del model, pero en aquest cas es prefereix tenir

més precisio.

e Tipus de filtre (Type): s'opta per un filtre de pas baix (low-pass), amb I'objectiu
d'eliminar les altes freqiiencies que podrien correspondre a soroll o a vibracions
alienes al ventilador. En el nostre context, aquestes frequéncies altes sén d'escas
interes, ja que el rang de freqliencies associat a les RPM del ventilador se situa en un

rang baix.

e Frequencia de tall (Cut-off frequency): es tria una freqiiencia de tall de 3 Hz. Tenint
un filtre low-pass i la frequéncia de tall de 3Hz, qualsevol senyal amb una fregiiéncia

major a 3Hz s'atenuara.

e Ordre del filtre (Order): s'estableix en 4. L'ordre del filtre esta relacionat amb la
complexitat amb la qual es fa el calcul al filtratge. En aquest TFG s'ha decidit que el
valor d'ordre de filtre 4 proporciona una transicio raonablement abrupta entre la banda
de pas i la banda de parada, alhora que manté una complexitat computacional
raonable. L'eleccié d'un ordre superior podria generar una transicié més abrupta, pero
a costa d'un augment de la complexitat computacional i d'un potencial increment de la
distorsio de fase. La seleccio de l'ordre 4 representa, per tant, un compromis entre

I'atenuacid desitjada i les limitacions practiques.

6.3.2 Analisi Espectral de les dades amb Edge Impulse

Un cop finalitzat I'ajust dels parametres de filtratge es continuara amb l'elaboracié d'una
analisi espectral de senyal. Gracies a aquesta analisi s'obtindra més detall de les
caracteristiques importants de les dades recollides, ja que amb ella es pot descompondre un

senyal en components.

En el model d'AP amb Edge Impulse, s'ha optat per la Transformada Rapida de Fourier,

coneguda per les seves sigles en angles FFT.
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La FFT converteix una seqliencia de dades en el domini del temps en una seqiiencia de dades
en el domini de la freqliencia. Cada punt en el domini de la frequéncia representa I'amplitud i
la fase d'una ona sinusoidal a una freqiiéncia especifica. La superposicié d'aquestes ones

sinusoidals reconstrueix el senyal original en el domini del temps.

La configuracié seleccionada per a I'analisi espectral dins la plataforma Edge Impulse (tal

com mostra la figura [19]) és la segiient:

e Tipus d'analisi (Type): en aquest desplegable s'escull FFT, ja que tal com he explicat
és el tipus d'analisi espectral que es fara servir en aquest model. Per tant, com he
remarcat, amb la FFT es podran identificar els components de freqliencia dominants
en el senyal, que podrien estar associades a la freqiiencia de rotacié del ventilador o a

la freqliéncia de vibracions generades per les anomalies.

e Longitud de la FFT (FFT length): en aquest TFG he decidit que el valor sigui de 16,
aixo indica que el senyal es pot descompondre en 16 components de freqiiéncia. S'ha
pres aquesta decisio perque, tot i que un nimero mes alt hagués permes diferenciar
més components, també faria que I'algorisme fos molt més complex. Buscant trobar el

balang entre el detall i el rendiment s'ha establert 16 com la quantitat equilibrada.
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Take log of spectrum? (@ (]
erlap FFT frames? @ (]
mprove low freque 0 ne(Z a
Save parameters
Figura - 19 Captura de pantalla de la configuracié dels parametres pel filtratge i

I'analisi espectral de les dades amb Edge Impulse.

L'aplicacio dels processos de filtratge 1 analisi espectral que s’han mencionat en aquest apartat
permet extreure informacid significativa de les dades recol-lectades per I'accelerometre.
Aquestes dades processades, ara en un format més accessible i significatiu, em facilitaran
I'entrenament del model d'aprenentatge profund, on gracies a aquest processament de les

dades hauria de veure un augment del rendiment en aquest.

6.3.3 Grafic de dispersio de les dades preprocessades

Un cop fet el preprocessament de les dades recol-lectades (és a dir, filtratge i analisi espectral)
la mateixa plataforma Edge Impulse mostra una representaciéo grafica de la dispersid
d'aquestes, com es pot veure a la figura [20]. A la mencionada figura es pot veure com
s'agrupen en el grafic les diferents classes o etiquetes, per exemple, la classe de la velocitat O
esta clarament separada de la resta. Les Velocitats 1, 2 i 3, al contrari, estan mes disperses i

els punts se superposen entre ells, sobretot en les velocitats 2 i 3. Per tant, es pot concloure
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que el model podra predir amb precisio la Velocitat 0, tindra petites dificultats per classificar

la velocitat 1 i finalment tindra més obstacles per predir les velocitats 2 i 3.

Feature explorer @

Figura - 20 Grafic de dispersi6 de les dades preprocessades per a cada classe amb
Edge Impulse.

6.4 Entrenament del model d'AP amb Edge Impulse

Ara que les dades estan preprocessades, es pot procedir a l'entrenament del model
d'aprenentatge profund que es fara amb la plataforma Edge Impulse. En la fase de disseny del
model [6.2] s'ha decidit escollir un algorisme d'aprenentatge profund anomenat Classification,
aquest és un model basat en la llibreria open source Tensor Flow. En aquest algorisme,
s'hauran de definir alguns parametres que s'expliquen a continuacio i es mostren en la figura
[21]:

e Configuracio de I'entrenament:

o Nombre de cicles d'entrenament (Number of training cycles): aquest
parametre defineix les vegades que el model processa totes les dades, en cada
cicle (epoch) el model intentara millorar el processament que fa per obtenir
resultats més precisos. Una major quantitat de cicles fara que el model sigui
més precis, perd existeix el risc de sobreajust. ElI sobreajust passa quan el

model esta tan adaptat a les dades d'entrenament que no és capag de predir
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noves dades correctament. Per aix0 és important trobar un equilibri en la
quantitat de cicles.

En el cas daquest TFG s'ha establert que el nombre de cicles d'entrenament
sigui 30, ja que es considera una xifra raonable en el mén de la intel-ligencia

artificial.

o Taxa d'aprenentatge (learning rate): aquest parametre indica la rapidesa
amb la qual el model aprén, és a dir, la rapidesa del model per canviar els
parametres que fa servir en cada cicle d'aprenentatge. Un valor alt en aquesta
taxa fara que el model aprengui més rapidament, perd0 de manera menys
precisa. Al contrari, un valor més baix voldra dir que el model és més lent
aprenent, pero ho fara de manera més precisa i curosa. En aquest cas, s'ha optat
per una xifra relativament baixa (0.0005), ja que es busca la precisio en les

prediccions del model.

e Configuraci6 avancada de I'entrenament:

o Mida del conjunt de validacio (validation set size): en aquesta opcid es
determina la quantitat de dades que el model destinara a la validacié de
I'entrenament. En el procés d'entrenament del model d'Edge Impulse, es separa
una part de les dades per dedicar-les a la validacié. En la validacié el model
adapta els parametres que esta fent servir per prevenir el sobreajust i provar el
seu rendiment. En aquest TFG s'ha decidit que el valor d'aquest parametre

sigui el 20%.

o Divisié del conjunt d'entrenament/validacié en clau de metadades (Split
train/validation set on metadata key): aquesta opcio se seleccionara si no es
vol que la separacio entre dades per I'entrenament i la validacio sigui aleatoria.

En el cas d'aquest TFG, no s'ha seleccionat, ja que es vol que ho sigui.

o Conjunt de dades autoequilibrat (Auto-balanced dataset): Si aquesta opcio
se selecciona, els conjunts de dades per cada classe o etiqueta s'equilibraran si

tenen alguna desigualtat. Es a dir, si alguna classe esta sobrerepresentada, es
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fara un equilibri perque totes les classes ho estiguin per igual. En aquest TFG
s'ha optat per aquesta opcio, tot i que les classes estiguin bastant equilibrades,

com a mesura preventiva.

o Perfil de model int8 (profile int8 model): seleccionant aquesta opcid s'obté
un model més optimitzat que pot resultar util, ja que requereix menys memoria

i poténcia de computacio. En aquest cas s'ha seleccionat aquesta opcio.

e Arquitectura de les xarxes neuronals (neutral network architecture): en aquest

camp es definiran les diferents capes neuronals pel model d'aprenentatge profund.

o Capa d'entrada (input layer): aquesta capa és la primera en la xarxa neuronal
i sera la que rep les dades d'entrada. Edge Impulse configura aquest parametre
després del preprocessament de les dades, on en aquest cas s'ha extret que hi ha
57 caracteristiques.

o Capes denses (dense layer): aquestes son capes ocultes dins de la xarxa
neuronal, cada una té una quantitat de neurones que a la vegada estan també
connectades amb la capa anterior. Les capes denses son les que han d'aprendre
i detectar els patrons de les dades. En aquest cas hi ha dues capes denses, una
de 20 neurones i seguidament una de 10 neurones. Si les dades no presenten
patrons massa complexos, aquesta arquitectura hauria de funcionar

correctament en el model.

o Capa de sortida (output layer): aquesta capa és la capa final de l'arquitectura
de la xarxa neuronal, I'encarregada de predir les classes segons cada dada que
rep. En aquest cas les classes serien 4, les diferents velocitats del ventilador

(Velocitat 0, 1, 2 i 3) per tant, el valor d'aquesta capa de sortida és de 4.



Model d’AP amb Edge Impulse 78

Neural Network settings

Training settings
Number of training cycles @ 30

Learning rate ® 0.0005

Advanced training settings -
validation set size ® 20 %
Split train/validation set on metadata key ®

Auto-balance dataset ®

Profile int8 model ®

Neural network architecture

Input layer (57 features)

n
®
~
I

n
o

Figura - 21 Parametres per a I'entrenament del model d'AP amb la plataforma Edge

Impulse.

6.5 Validacié del model d'AP amb Edge Impulse

Tal com s'ha mencionat a l'apartat [6.4], després de I'entrenament el model es realitza un
procés de validacio per comprovar el seu rendiment. Aquesta validacié es mesura amb
diferents metriques que proporcionaran una analisi de I'efectivitat i eficiéncia del model. Igual
que passa amb el model d’aprenentatge automatic, explicat durant el capitol [5], en aquest cas
també s’obte una matriu de confusio on es veuen tots els resultats per les diferent classes (tal

com es mostra en | figura [22]).
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Model Model version: @ | Quantized (int8) ~ |

Last training performance (validation se)

97.6% 0.07

Confusion matrix (validation set)

1.00 0.95

Figura - 22 Matriu de confusio del model d’AP amb Edge Impulse.

6.5.1 Exactitud i Pérdua del Model

L'Exactitud, igual que en el model d'AA, és la proporcio de resultats correctes entre tots els

resultats que ha donat el model.

TP

Exactitud = e — 5= FN

La plataforma Edge Impulse indica que I'exactitud d'aquest model és de 97,6%, una xifra molt
satisfactoria, ja que indica que el model és molt precis, sobre tot comparat amb I'exactitud de

I'anterior model d’AA que era d'un 60%.

La Perdua, per altre banda, indica quina desviacié de la realitat tenen les prediccions erronies
fetes pel model. EI que interessa és que la perdua sigui del minim valor possible perque aixo
vol dir que el model és molt precis. En aquest cas la pérdua és del 0,07, que és una molt bona

xifra.

6.5.2 Analisi de la Matriu de Confusio

Tal com es va fer amb el model d'AA en el capitol [5.3.3], la plataforma Edge Impulse mostra

una matriu de confusié on es poden veure els percentatges de totes les prediccions del model,
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correctes i incorrectes. Passant el ratoli de I'ordinador per sobre d'aquesta matriu es podran

veure les quantitats concretes de prediccions en les quals estan basats aquests percentatges.

En aquest cas la velocitat 0 es detecta amb un 100% de precisid, aix0 és una estadistica
perfecta, cada vegada que el ventilador estava en velocitat 0 el model I'na detectat a la
perfeccio. La deteccié de la resta de velocitats també és molt bona, ja que s'ha obtingut un
98,7% de precisid en la Velocitat 1, un 94,7% en la velocitat 2 i d'un 97,1% en la velocitat 3.
Tot i que hi hagi hagut alguna prediccid incorrecta, sén molt bones xifres de validacio del

model.

6.5.3 Puntuaci6 F1

Tal com s'explica en els fonaments tedrics (capitol [3.7.1]), la F1-score té en compte tant la
Precisio (el percentatge de prediccions positives correctes entre totes les prediccions positives
per cada classe) com el Recall (la proporcidé de prediccions positives correctes entre tots els
positius per cada classe). La F1-score fa una mitjana harmonica de tots dos conceptes.

Els valors de F1 que ha tret aquest model s6n també molt gratificants, ja que, continuant amb
la tonica d'abans, a la velocitat O la F1 score és de 1.00, a la velocitat 1 de 0.99, a la velocitat

2 de 0.951 a la velocitat 3 de 0.96. Aix0 no fa més que reforcar el resultat exitds del model.

6.5.4 Grafica de dispersio posterior a I'entrenament de les dades

La plataforma Edge Impulse mostra una grafica de dispersio de les dades ja entrenades. A
continuacio es pot veure la figura [23] resultant.
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Figura - 23 Captura de pantalla del grafic de dispersi6 de les dades ja entrenades del
model d’AP amb Edge Impulse

Com es pot apreciar a la figura [23], en la llegenda les etiquetes apareixen amb el nom
"correct"”, aixo vol dir que el model les ha predit correctament, en cas contrari s'indicaria amb
la paraula "incorrect”. En comparacio a la figura [20] de les dades abans de I'entrenament, es
pot apreciar que hi ha molts menys punts en el grafic de dispersid, aixo indica que el model ha

creat clusters (agrupacions de les etiquetes) correctament.

6.6 Introduccié d’una anomalia al model d’AP amb Edge Impulse

Atés que els resultats del model d'aprenentatge profund amb Edge Impulse han sigut tan
exitosos, s'ha decidit provar d'introduir una anomalia fora del funcionament normal del

ventilador entre les classes, per estudiar com la detecta el model.

La prova es tracta de posar un sobrepés en I'extrem d'una de les aspes del ventilador que
afectaria la forga centrifuga d'aquest, recollir les dades en les diferents velocitats i observar si
el model ho identifica correctament. El pes s'afegeix enganxant un cordill de plom de 3 grams

en I'extrem d'una de les aspes del ventilador com mostra la figura [24].
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Figura - 24 Pes i posicio del cordill de plom afegit al ventilador per crear una

anomalia.

Per trobar el pes exacte de 3 grams es van fer diverses proves amb pesos més alts, pero la
carrega era massa gran i l'aspa amb el sobrepés queia cap a baix impedint que el ventilador
pogués funcionar. Finalment, vaig decidir que 3 grams era el pes minim optim perque el

ventilador funciones perd amb una anomalia.

El sistema per enganxar el pes a I'extrem de l'aspa del ventilador tampoc es va trobar a la
primera, ja que, en moltes ocasions, el ventilador llencava disparat el pes a causa de la forca
centrifuga. Finalment i després de diversos intents, es va aconseguir enganxar el pes de

manera segura i estable al ventilador.

Pel procés d'entrenament del model amb I'anomalia, es repetiran els passos mencionats en
apartats anteriors, primer es recolliran les dades amb la mateixa metodologia mencionada a
I'apartat [6.1] i es preprocessaran segons l'explicat en l'apartat [6.3]. Aixi, dins del mateix
model, hi haura 7 classes diferents, les 4 velocitats mencionades anteriorment (Velocitat 0, 1,
2 i 3) i altres tres velocitats amb el sobrepés (Velocitat 1 weight, Velocitat 2 weight i

Velocitat_3 weight). Tot aix0 es mostra en la segiient figura [25].
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velocidad_1_weight.41dms6s3.51 velocidad_1_weight May 28 2023, 13:36:26 26m 27s
velocidad_3_weight.41dlhp63.s1 velocidad_3_weight May 28 2023, 13:20:34 26m 27s
velocidad_2_weight.41dktvit.s1 velocidad_2_weight May 28 2023, 13:27:21 26m 27s
velocidad_0.3v805m96.52 velocidad_0 May 01 2023, 13:41:50 26m 275
velocidad_2.3v82a28n.s1 velocidad_2 May 01 2023, 13:39:47 26m 27s
velocidad_1.3v821510.52 velocidad_1 May 01 2023, 13:38:20 26m 27s
velocidad_3.3v85ik08.51 velocidad_3 May 01 2023, 13:37:01 26m 275

Q@

Figura - 25 Captura de pantalla de la pestanya Dataset amb els valors de I’anomalia
recol-lectats a Edge Impulse.

L'entrenament del model es fa de la mateixa manera que es va fer en Il'apartat [6.4], I'lnica
cosa que canviara sera l'output layer (capa de sortida) de I'arquitectura de la xarxa neuronal, ja
que passara de tenir 4 outputs o classes a identificar, a tenir 7 classes. Aix0 es pot veure en la
figura [26].
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Figura - 26 Captura de pantalla dels parametres d'entrenament del model amb

I'anomalia a Edge Impulse.

6.6.1 Validacio del model d'AP amb Edge Impulse introduint ’anomalia

Com s'ha explicat en l'apartat [6.5], en la fase de validaci6 del model, Edge Impulse mostra
una matriu de confusié amb tots els resultats, tal com es mostra a la figura [27]. Una vegada
més, I'exactitud del model esta en nimeros molt bons, un 98,7% per ser exactes. La Perdua és
molt baixa, seguint la tonica de la prova amb les velocitats del funcionament normal. A més la
F1-score de les classes Velocitat_1 weight, Velocitat_2_weight i Velocitat_ 3 weight és de

1.00, el que indica que el model identifica aquestes classes amb molta precisio.
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Figura - 27 Captura de pantalla de la matriu de confusié incloent les classes de

I'anomalia en Edge Impulse.

6.7 Testing del model d'aprenentatge profund amb Edge Impulse.

Tal com s'ha comentat a I'apartat [6.1.3], s'ha reservat un 20% de les dades recol-lectades per
la fase de testing, és a dir, per ferles servir en el model ja entrenat i avaluar el rendiment
d'aquest. Com a resultat del testing, es torna a mostrar una matriu de confusio de les
prediccions correctes i incorrectes de les dades fetes servir pel testing. Aquesta matriu es pot

veure en la figura [28].

VELOCIDAD_0 VELOCIDAD_1 VELOCIDAD_1_WEI VELOCIDAD_2 VELOCIDAD_2_WEI VELOCIDAD_3 VELOCIDAD_3_WEI UNCERTAIN

VELOCIDAD_1 0% 0% 7% 0% 01% 0% 38%

Figura - 28 Captura de pantalla de la matriu de confusio (testing) incloent les

classes de I'anomalia en Edge Impulse.

Agquesta vegada I'exactitud, tot i que continua sent una xifra alta i molt bona, ha baixat una
mica en comparacié amb I'exactitud de la validaci6. També es pot veure que a I'hora de
detectar les velocitats 1,2 i 3 del funcionament normal hi ha hagut més errors. No obstant
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aixo, les velocitats amb el sobrepés (Velocitat 1 weight, Velocitat 2 weight i

Velocitat_3 weight) continuen amb una exactitud de gaire bé el 100% i una F1 score de 1.00.
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7. Resultats 1 discussio

Examinant en detall tots els resultats, s'observa que en el model d'aprenentatge automatic s'ha
obtingut una exactitud d'un 60%, igual que la mitjana macro i ponderada. En relacio amb els
resultats de cada classe, el model d'aprenentatge automatic si que mostra una alta precisio i
bones metriques per detectar la Velocitat 0. En canvi, baixa molt el rendiment quan es tracta
de detectar la resta de velocitats del funcionament normal del ventilador, rondant del 44% al

54% la precisio del model en detectar aquestes classes.

El model d'aprenentatge profund amb Edge Impulse, al contrari, mostra molts bons resultats
en el seu rendiment. Aquest arriba a una exactitud del 98,7% en la validacié de les 7 classes
(velocitats normals de funcionament i velocitat amb sobrepés). Per altra banda, s'assoleix un
96,58% d'exactitud en el testing de les mateixes 7 classes. A més, aquest model també ha
tingut molt bons resultats en la precisié per detectar cada classe. La més baixa d'un 95,3% en

la validacio i d'un 88,3% en el testing, i la més alta d'un 100% en la validacio i testing.

Per tant, tal com es conclou a l'apartat de conclusions [8], el model d'Edge Impulse basat en
TensorFlow és molt més precis que el model d'aprenentatge automatic de boscos aleatoris.
L'Gnic inconvenient, que s'ha detectat en Edge Impulse €s que no és un sistema gratuit, tot i
que si que ofereix una opcio gratuita, aquesta és limitada a una certa quantitat de dades. En el

cas d’aquest TFG, opcio gratuita ha sigut suficient per al desenvolupament del model.
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8. Conclusions i treballs futurs

8.1 Conclusions

L'objectiu d'aquest TFG consistia en estudiar la possibilitat d'implementar un sistema de
manteniment predictiu basat en intel-ligencia artificial. Per aix0, s'han desenvolupat dos
models d'aprenentatge automatic i profund que puguin predir les diferents velocitats i una

anomalia del funcionament d'un ventilador.

Primerament, s'ha desenvolupat el model d'aprenentatge automatic basat en boscos aleatoris
pensant que seria la soluci6 definitiva per detectar tant velocitats com anomalies del
ventilador. No obstant aix0, em vaig trobar amb diversos problemes durant el cami. Primer de
tot, el desenvolupament de codi Python pel model ha sigut molt complicat, ja que partia d'una
base elemental de coneixement en programacio, perd aquesta tasca exigia més. El codi va

donar diversos errors pels quals vaig haver de trobar solucié un per un.

Va haver-hi obstacles amb la connexié entre la Raspberry Pi 4 i l'accelerometre Adafruit
ADXL345 amb la llibreria busio. Després d'haver executat el codi i en mig del procés de
millorar-lo, va sorgir un error on el dispositiu I12C (accelerometre) no es detectava, tot i que si
que estava fisicament connectat. Aquest error va persistir durant tant de temps que es va haver
de comprar nous sensors i refer les connexions soldades del cablejat pensant que el problema

era fisic, no obstant aix0, I'error era de la llibreria busio.

Un altre error que vaig detectar va ser en el moment d'instal-lar les llibreries en la Raspberry
Pi 4, no ho vaig fer en un entorn virtual. Aixo fa que les llibreries entre si puguin tenir
conflictes i ates que en aquest TFG es fa servir una quantitat important de Ilibreries, podria ser
que l'error anterior de la llibreria busio pogués ser degut a la falta d'un entorn virtual.

Al visualitzar la recollida de dades en grafics en temps real, també van sortir complicacions.
A vegades els grafics no mostraven correctament la informacio, comportant-se de forma no

desitjada i aleatoria.

En la fase de deployment es va voler afegir una seccio dins del grafic on es mostrés el nom de
la velocitat detectada en temps real. Com que no trobava la solucidé per aconseguir aixo
correctament, vaig buscar una solucié alternativa més senzilla. Aquesta consistia a imprimir el

nom de I'etiqueta o velocitat en el terminal i eliminar el grafic en temps real.
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En executar el model i avaluar el rendiment d'aquest, els resultats no van ser tan precisos com

s'esperava, rondant una exactitud del 60%.

Es pot concloure que pel desenvolupament d'un model d'aprenentatge automatic que
s'implementi en un sistema de manteniment predictiu s'han de tenir alts coneixements de
programacio. En el cas que es volgués implementar en el mén real, aixo implicaria un major

cost en personal qualificat.

A partir dels resultats de precisié del model, es va determinar que el model d'aprenentatge
automatic no era la solucié més satisfactoria per I'objectiu d'aquest TFG. Vaig decidir provar
amb un nou model, aquesta vegada basat en aprenentatge profund i desenvolupat en un entorn
més “user-friendly” com és la plataforma Edge Impulse.

En desenvolupar el model d'aprenentatge profund en Edge Impulse, el procés va resultar molt
més senzill. L'Unic pas més dificultds va ser el moment de realitzar la connexio i I'enviament
de dades entre la Raspberry Pi 4 connectada a I'accelerometre Adafruit ADXL345 i la
plataforma Edge Impulse. Per comencgar, es va haver de desenvolupar un codi que envies les
dades a la plataforma, pero aquesta només admet les dades en format JSON. El codi es va
haver de connectar amb la plataforma a través de les claus APl i HMAC del usuari i enviar les

dades en I'estructura i format JSON perqué Edge Impulse les acceptes.

Els resultats de les prediccions amb el model d'aprenentatge profund d'Edge Impulse, van ser
molt satisfactoris, per tant, es va decidir que aquest model era I'adequat per continuar amb la
investigacié d'aquest TFG. Tenint en compte que havia detectat amb tanta precisio les
velocitats del funcionament normal del ventilador, vaig decidir incorporar una anomalia en les

dades.

L'anomalia consistia a afegir un pes extra en un extrem d'una de les aspes del ventilador per
veure com influia en les vibracions. Es van fer proves amb diferents pesos fins a trobar al pes
minim optim. Un problema que va sorgir en aquest procés, va ser en enganxar el pes a l'aspa i
que aquest no surtis disparat a causa de la forca centrifuga del ventilador. Després d'unes

guantes proves, es va aconseguir que el pes es mantingués a l'aspa.

Després de recol-lectar les dades de les diferents velocitats en el ventilador amb el sobrepés i
d'entrenar el model d'aprenentatge profund en Edge Impulse, els resultats van tornar a ser

molt bons. EI model encara prediu amb precisio les diferents velocitats, sigui amb pes o sense
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ell. Si que és veritat que a I'hora de fer el testing d'aquest model va sortir alguna imprecisio,

pero I'exactitud del model es manté molt per sobre que la del model d'aprenentatge automatic.

La conclusié és que, per estudiar la implementacié d'un sistema de manteniment predictiu
basat en intel-ligencia artificial per a un ventilador, el model que dona millors resultats ha
sigut el d'aprenentatge profund basat en la llibreria TensorFlow i desenvolupat a la plataforma

Edge Impulse.

Com a conclusié general d'aquest TFG, tambe es pot dir que la intel-ligencia artificial ha fet la
seva feina. Fent servir aquesta eina s'ha aconseguit I'objectiu d'identificar velocitats i una
anomalia del funcionament del ventilador a partir de les vibracions d'aquest. La intel-ligencia
artificial, no només ha assolit la seva tasca, sin6 que ho ha fet amb una precisi6 per sobre del

que és capag I'ésser huma.

També s'ha de tenir en compte que, sent un estudiant d'enginyeria mecanica sense cap mena
d'especialitat en el camp de la intel-ligencia artificial, he aconseguit dur a terme aquest estudi.
Aix0 m'ofereix com a enginyer un perfil professional més complet. A més, aquest TFG
demostra que la intel-ligéncia artificial és una eina que facilita extremadament I'analisi de les
dades i té un potencial increible en moltissims camps, com pot ser en aquest cas el

manteniment predictiu.

No obstant aix0, hi ha molt desconeixement en I'entorn de la intel-ligéncia artificial en el mén
empresarial. Moltes companyies opten per solucions més costoses i a vegades menys
eficients, per desconeixement o per por a una eina que esta evolucionant de forma
exponencial. Malgrat aix0, amb aquest TFG s'ha demostrat que solucions basades en
intel-ligéncia artificial no sén tan inaccessibles. D'aquesta manera, es pot concloure que la
intel-ligéncia artificial és una solucio aplicable a quasi tots els camps i ferla servir o no, més

gue una questié de gran complexitat, és una decisio.
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8.2 Limitacions i treballs futurs

La primera i més gran limitacié amb la qual m'he trobat és la falta de coneixements avancats
en I'entorn de la programacio. Sobretot a I'hora de desenvolupar el model d'aprenentatge
automatic, tot hauria sigut més facil amb aquesta formaci6. No obstant aix0, he desenvolupat
solucions a tots els problemes que s'han anat presentant.

Un altre limitant per futures recerques, podria ser la capacitat de computacié de la Raspberry
Pi respecte als models d'intel-ligencia artificial. Aquests models funcionen amb tensors, per
tant, un ordinador amb processador especialitzat per tensors, també conegut com a TPU
(Tensor Processing Unit), facilita el processament dels models. Una bona alternativa a la
Rasperry Pi seria, per exemple, la placa de desenvolupament Google Coral Dev Board o
NVIDIA Jetson Nano, totes dues amb una TPU incorporada. Una altra solucid, podria ser,
connectar un accelerador USB de la marca Coral a la Raspberry Pi, d'aquesta manera
aportariem una TPU a la Raspberry.

Un altre impediment, de cara a recerques amb més quantitat de dades, seria la limitacié de la
versio gratuita d'Edge Impulse. La part gratuita de la plataforma permet un maxim de 3
persones en el mateix projecte i té un limit de 4 GB o 4 hores de dades per classificar. Per
tant, en projectes 0 maquinaria amb moltes mes classes i dades és un delimitant. En aquest
cas, seria necessari accedir a la subscripcié de pagament, amb el que deixaria de ser un

sistema de baix cost.

L'alternativa que es proposa a aquest obstacle és fer servir I'Edge Impulse de manera gratuita
a petita escala per veure com s'han d'ajustar certs parametres de manera senzilla. Segons el
tipus de classificacid escollit, l'ideal seria fer un programa basat en aquest tipus de
classificacio, programat en Python i fent servir TensorFlow i Keras. Aquesta solucié s'hauria
de dur a terme amb plaques de desenvolupament que incorporin una TPU, tal com he explicat

anteriorment.

Per a continuar investigant més profundament en les bases d'aquest TFG, el primer que
recomanaria per a treballs futurs, seria fer un desplegament del model en diferents ventiladors
TROTEC TVE 14 i veure si el model detecta correctament les diferents velocitats en tots els
ventiladors. Aix0 demostra que tots els ventiladors tenen vibracions similars de fabrica, i seria

un pas més per implementar aquest sistema com a solucié de manteniment predictiu aplicable
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en el mén industrial. D'aquesta manera, es podria confirmar que el model té la capacitat de

detectar un patré estandard de la maquinaria.

Una altra tasca que es podria realitzar per millorar aquest TFG, seria col-locar diversos
sensors a la vegada i creuar les dades d'aquests. Aix0 potser amb una maquina senzilla com és
el ventilador no aporta gaire informacié nova, perd podria ser clau en maquines més
complexes. També es podrien incloure sensors de temperatura per ampliar el marc de les

dades i tenir una visio més amplia del funcionament de la maquinaria.

Si es volgués implementar aquest sistema de manteniment predictiu en el mon real, un cop
validat el model, seria necessari recopilar moltes més anomalies per tenir una visié més
completa de les avaries o errors que pugui tenir la maquina, i aixi, poder predir amb més

exactitud noves incidencies i el seu origen (com més dades rellevants, millor).

El que esta clar és que la intel-ligencia artificial ha vingut per quedar-se, i aviat comencara a
ser una eina completament quotidiana en el nostre dia a dia. Qualsevol recerca en aquesta

direccié ens acosta a una eficiéncia maxima.
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