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Resum

En aquesta memoria es pot contemplar un estudi, amb la finalitat de conéixer qué és el
Machine Learning per evitar obstacles i com el podem implementar fent servir el software
ROS, mostrant quines son les llibreries i softwares externs que necessitem per aconseguir
el nostre objectiu. Un cop haguem fet les proves i simulacions necessaries, compilarem
el nostre programa al robot mobil TurtleBot3 Burger per dur a terme la posada en marxa
d’aquest 1 fer la comprovaci6 final.

Resumen

En esta memoria se puede contemplar un estudio, con el fin de conocer qué es
el Machine Learning para evitar obstaculos y como lo podemos implementar usando el
software ROS, mostrando quales son las librerias y softwares externos que necesitamos
para conseguir nuestro objetivo. Una vez hayamos hecho las pruebas y simulaciones
necesarias, compilaremos nuestro programa al robot mévil TurtleBot3 Burger para llevar
a cabo la puesta en marcha de este y hacer la comprobacion final.

Abstract

In this memory we can contemplate a study, in order to know what Machine Learning to
avoid obstacles is and how we can implement it using the ROS software t, showing what
are the libraries and external software we need to achieve our goal. Once we have done
the necessary tests and simulations, we will compile our program to the mobile robot
TurtleBot3 Burger to carry out the implementation of this and make the final check.
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1. Objectius.

1.1. Proposit.

El proposit principal d’aquest projecte és realitzar un estudi del funcionament de Machine
Learning d’evasio d’obstacles aplicat amb ROS. Per fer la comprovacio final, es treballara
amb el robot mobil Turtlebot 3 Burger. Aquest estudi contindra un manual d’instruccions
on es veura reflectit la instal-lacié de ROS en un sistema operatiu Ubuntu, com 1’entorn
de Turtlebot i els diferents sofwares i llibreries necessaries per desenvolupar el programa

de Machine Learning.

1.2. Finalitat.

La finalitat del projecte és realitzar un estudi del funcionament de Machine Learning
aplicat amb ROS amb I’objectiu d’aconseguir que el robot Turtlebot 3 Burger pugui
moure’s per qualsevol entorn sense col-lidir amb cap obstacle, per dur a terme aquest
proposit ell mateix anira aprenent dels errors fins a arribar al seu desti. Treballarem en
diferents estacions de treball, sense obstacles, amb obstacles i amb obstacles mobils i

estatics.
1.3. Objecte.

L’objecte del present projecte és un estudi, coneixent quin és 1’entorn amb el qual es pot
desenvolupar aplicacions de Machine Learning aplicat a ROS. Aquest projecte tindra un
caire industrial, és a dir, la funcionalitat d’aquesta es podria implementar per diferents

segments industrials.
1.4. Abast.

S’inclou un petit guid on s’explicara com instal-lar ROS en el sistema operatiu d’Ubuntu.
Per altra banda, s’explicara quins passos s’han de seguir per poder instal-lar el Software
necessari per poder aconseguir el nostre objectiu. Es mostrara I’evolucié d’aprenentatge
de la nostra maquina amb la solucio final d’aquesta, vist des de diferents escenaris, un
sense obstacles, un altra amb obstacles estatics un altre amb obstacles mobils i per acabar

un escenari amb obstacles estatics i mobils.



2. Introduccid.

Actualment, la robotica es troba cada cop més present en el nostre dia a dia, ja sigui en
ambits com podem ser en la industria, en el domicili particular, en el treball, aplicat en
les mateixes persones, etc. Per aquest motiu aquesta tecnologia s’esta desenvolupant molt
rapidament per poder cobrir necessitats que els humans hem creat per poder tenir una vida

més facil i senzilla.

Aquesta tendéncia és causada per un fet innat en el qual 1’ésser huma tendeix a optimitzar
al maxim les tasques a realitzar, des de dissenyar una roda per poder desplagar-te amb
major facilitat fins a automatitzar tota una planta industrial per dur a terme tasques que
per un huma portaria tot un dia a realitzar, un robot les fa en hores. Fins al punt
d’investigar técniques com el “Machine Learning” el qual és un camp d’investigacio

dedicat a comprendre i crear métodes que facin que una maquina “aprengui”.

En aquest projecte, el robot amb el qual farem 1’estudi i les diferents simulacions sera

amb el robot mobil Turtlebot3 Burger.

2.1 Objectius.

El projecte sorgeix de la necessitat de realitzar un estudi sobre el Machine Learning, un
camp de treball el qual no esta molt desenvolupat i és practicament nou. Per altra banda,
per afegir-li una mica més de complexitat i innovacio es dissenyara una aplicacio basada
en el Machine Learning a partir del software ROS dedicat a I’evasi6 d’obstacles en temps
real, on posteriorment es fara la comprovacié amb el robot mobil Turtlebot3 Burger.

El que es pretén amb aquest projecte és desenvolupar una aplicacid basada en el Machine
Learning utilitzant el software ROS amb 1’ajuda del robot mobil Turtlebot3 Burger.
Aquesta aplicacio, consistira en el fet que el robot sigui capa¢ de desenvolupar-se per
qualsevol entorn, sense la necessitat de tenir la un mapeig previ i poder evitar els obstacles

que van apareixent en temps real.

Per poder dur a terme aquest projecte, és necessari un estudi previ sobre el funcionament
del Machine Learning i com aplicar-ho al software ROS. Per tant, d’aquesta manera €S
pretén fer un analisi del software necessari i quina metodologia seguir per poder

desenvolupar 1’aplicacio.
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2.2 Revisio d’antecedents i necessitats d’informacio.

2.2.1 Historia del Machine Learning.

Per molt modern que sembli el concepte de ‘Machine Learning’ realment per poder
arribar a I’origen ens remuntem a mitjans del segle XX on els matematics Walter Pitts i
Warren McCulloch publiquen el primer model matematic de les xarxes neuronals
humanes, on intenten fer un mapatge matematicament del pensament i la presa de

decisions en els éssers humans.

Uns anys després en I’any 1950 el matematic Alan Turing va dissenyar el ‘Test de Turing’
el qual es basa en el fet que un huma es troba davant d’'una maquina sense veure-la i

aquesta ha d’enganyar a I’huma perque es pensi que es troba davant d’una persona.

Per altra banda, el 1952 Arthur Samuel va escriure el primer algoritme capag d’aprendre.
El qual es basa en un programa el qual juga una partida a les dames i en cada partida va
aprenent com millorar els seus moviments, naixen aixi el terme de ‘Intel-ligéncia

Artificial’. Passant-se a dir algoritme “minimax”. [1]

Durant el 1960 es desenvolupa I’algoritme ‘Nearest Neighbor’ que es considera com el
primer algoritme de reconeixement de patrons. | no va ser fins a I’any 2003 quan es torna
a reactivar 1’estudi d’aquest camp, quan es publica un estudi sobre fitxers distribuits
anomenat ‘Google File System’ (GFS) i finalitzara en 1’any 2004 quan Google crea un

paradigma de processament distribuit anomenat ‘Map & Reduce’.

Google no deixa d’investigar en aquest camp fins que a 1’any 2006 quan enginyers
d’Apache porten a la seva culminacio els paradigmes de Google creant la primera
plataforma Big Data Open Source anomenada Hadoop aconseguint una gran potencia de
calcul amb una gran abundancia de dades disponibles. On gracies al Big Data, el Machine

Learning s’ha pogut desenvolupar de forma espectacular.[2]

Fins avui dia, on ens trobem en un punt d’expansié gegant, en qué gracies als avencos
gue hem aconseguit i les noves tecnologies que hem descobert podent-les aplicar al
Machine Learning, es poden trobar un munt d’aplicacions en qualsevol sector, ja sigui

empresarial, industrial, sanitari...



2.2.2 Machine Learning.

Des de cotxes autonoms, assistents de traduccio en qualsevol idioma, surgencies de
compres personalitzades i molt més. Tasques complexes que fins fa uns anys era
impossible de pensar, avui dia son una realitat gracies al ‘Machine Learning’
(aprenentatge autonom). EI Machine Learning és una disciplina de la intel-ligencia
artificial que, a través dels algoritmes que té, dota als ordinadors de la capacitat
d’identificar patrons en dades massives i elaborar prediccions (analisi predictiu). Aquest
analisi permet als computadors realitzar tasques especifiques de forma autonoma, és a dir,
sense necessitat de ser programades. [3] Hi han diferents métodes d’aquest tipus
d’aprenentatge, per algoritmes genetics, per xarxes neuronals, per reforg, etc.

Aquesta tecnologia és capag¢ d’implementar una resposta a una serie de dades d’entrada
després d’un processament basat en prediccid. La forma que té d’interpretar les dades és
mitjancant matrius o vectors, cada fila de la matriu és una dada i cada columna és un
factor o una caracteristica. Existeixen varius tipus de models de prediccié per poder

implementar el Machine Learning. [4]
Aprenentatge supervisat

Es tracta d’un model el qual és entrenat amb un conjunt de dades d’entrada conegudes
préviament per a I’obtencio de resultats. Aquest model permet adaptar i ajustar a partir de
les dades de sortida, els parametres interns per poder ser capa¢ de fer prediccions amb
dades que no s’han utilitzat en I’entrenament. Per tant, 1’objectiu és realitzar un mapatge

amb entrades i generar sortides mitjancant el Big Data i el I0T.

L’algoritme aprén de la informacio que les persones van incorporant. Per tant, aquest
tipus d’aprenentatge requereix la intervencid humana per poder etiquetar, classificar i

introduir les dades.
Existeixen tres tipus de models d’aprenentatge en el Machine Learning [5]:

e Regressio: Aquesta aplicacio entrena a un algoritme per predir una sortida d’un
rang continu de valors possibles. Es a dir s’encarrega d’aproximar una funci6
continua segons les dades introduides.

En la regressio un algoritme necessita identificar una relacié funcional entre els

parametres d’entrada i sortida. El valor de sortida no és discret com veurem en la
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classificacio, sin6 que €s una funci6 dels parametres d’entrada. L’exactitud d’un
algoritme de regressio és calcula en funcid de la desviacio entre la sortida precisa
I la sortida prevista.

Fig 2.1. Grafica d’aprenentatge per regressio.

Font: [3]

o Classificacio: La classificacio entrena un algoritme per classificar les dades en
variables discretes. Durant I’entrenament els algoritmes rebran dades d’entrada
amb una etiqueta de ‘classificacio’. L’objectiu es desenvolupar una funcié
aproximada i trobar relacions entre els punts que s’han entrat i els nous amb la

finalitat de classificar uns en una banda i els altras en 1’altra.

r
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Fig 2.2. Grdfica d’aprenentatge per classificacio.
Font: [3]

Aprenentatge no supervisat

En aquest meétode d’aprenentatge, hi ha dades sense etiquetar i el mateix algorisme les ha
d’intentar entendre per si mateix a diferéncia del supervisat en el qual les dades ja van

etiquetades per facilitar I’aprenentatge. L’objectiu és simplement deixar que la maquina



aprengui sense cap ajuda o indicacio, ajustant els resultats i agrupacions, quan els
resultats siguin els adequats, permetent que la maquina comprengui les dades i les
processi com millor li sembli.[6]

Existeixen dues categories:

e Agrupament: Es una técnica que analitza les dades, les classifica segons la
informacio obtinguda d’aquestes sense congixer la seva estructura. Amb 1’objectiu
d’aconseguir un nombre de grups que vagin classificant segons les

caracteristiques que dona la mateixa dada.
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Fig 2.3. Grafica aprenentatge per agrupament.
Font: [4]

e Reduccié dimensional: El fet de poder treballar amb dades que tinguin varies
dimensions es una realitat. EI seu funcionament es basa trobant similituds i
relacions entre les caracteristiques, pel que alguna informacié pot ser redundant,
depenent d’una altra linealment, etc... Per aquest motiu, I’objectiu principal €s
comprimir les dades més importants en un subespai més reduit per al seu
tractament.
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Fig 2.4. Grafica d’aprenentatge per reduccio dimensional.

Font: [4]
Aprenentatge reforcat

Consisteix en un aprenentatge profund el qual també se’l denomina “Deep Learning”. Per
la construccié de models basats en aquest tipus d’aprenentatge es prenen com a referéncia

el resultat de cada interaccio i s’utilitza una recompensa com a parametre.

Aguesta metodologia esta basada en la psicologia conductista per aconseguir que una
maquina trobi 1’opcid correcta fent que els encerts generin una recompensa i les falles
penalitzacions. Obtenint que si la decisio resulta ser beneficiosa, la maquina ho aprén de
forma automatica per torna a repetir-la en el futur. Quan falla evitara tornar a repetir el
patro fet servir. Hi ha molts métodes d’aprenentatge profund com poden ser Q-Learning,
DQN, Deep-DQN, Duel-DDQN i Actor-Ciritic.

e Q-LEARNING: Es un algoritme d’aprenentatge basat en valors i es centra en
I’optimitzacié de la funcid segons el entorn o el problema. Aquest model
representa la qualitat amb la que un model troba la seva propera accié millorant
la qualitat.

e DQN: En aquest algoritme combina I’algoritme de Q-Learning amb xarxes
neuronals profundes per aproximar la funcié Q, evitant aixi utilitzar una taula per
representar la mateixa. Per altre banda, I’agent selecciona 1’acci6 per el valor de
Qiel mostra en I’ambient i emmagatzema la recompensa obtinguda per I’ambient,

I’agent actualitza d’una forma aleatoria.



2.2.3 Implementacié del Machine Learning.

Una de les principals raons per el que la implementacio dels models de Machine Learning
son complexes es degut a que inclos la forma en la qual es formula el model, tendeix a
ser enganyosa. Ja que en realitat, en un sistema tipic, el model es una petita fraccié d’un

sistema global.

Per tant, en els sistemes de Machine Learning es requereix de la cooperacié entre
maultiples equips i especialitats. Per tant, no es pot implementar de forma aillada, siné que

requereix d’una planificacio a nivell de sistema. [7]
La planificacio del sistema és la seguent:
Arquitectura del sistema

Aquest és el punt de partida de qualsevol model de Machine Learning, ja que en aquest
punt definirem els requisits i els objectius que volem aconseguir. No cal buscar-hi ja una
solucio tecnologica, primer de tot s’ha d’entendre les limitacions que tenim, quin valor

esta creant i per a qui va dirigit.
Per definir una bona arquitectura s’hauria de plantejar alguna de les seglients preguntes:

e ;Quintemps necessitem per poder dur a terme les prediccions, milisegons, segons,
en temps real...?

e ;Amb quina freqliencia esperem actualitzar els models?

e (Quina és la magnitud de dades a tractar?

e ;Quin tipus d’algoritmes esperem utilitzar?

e ¢ Es pot aplicar realment el Machine Learning a aquesta tasca?

e ; Quin sistema d’aprenentatge utilitzarem?

Un cop determinada la llista, la qual pot variar depenent de les especificacions que ens
requereixen, ja que cadascuna d’aquestes opcions t€ avantatges i desavantatges a partir
dels detalls del model definim el llenguatge de programacié amb el qual és dura a terme

el model.
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Seleccid del llenguatge de programacio

La seleccio del llenguatge de programacio és un punt clau de la implementacié del
Machine Learning, ja que depenent dels requisits i les especificacions haurem de treballar

amb un llenguatge o un altra.

Degut a la senzillesa aportada per el processament de dades i desenvolupament de models
de Machine Learning, Python és una bona seleccio per desenvolupar el projecte. Pero,
per altra banda, com hem comentat anteriorment, depenent de les especificacions i
requisits pot no ser una bona seleccio, ja que si la velocitat de tractament de dades és una
preocupacio, potser Python no és la millor seleccid, pero pot ajudar en altras aspectes.

Proves

Les proves del nostre sistema son fonamentals, ja que les propies del sistema de Machine
Learning no son suficients. Pel fet que per poder verificar totalment les prediccions del

nostre sistema, val la pena ampliar el conjunt d’eines de la seguent forma:

e Proves diferencials: Es comparen les mitjanes de les prediccions del model actual
amb un model anterior, amb 1’objectiu de detectar si els models anteriors tenen
una solucié més bona que la que tenim actualment, ja que és vital per trobar
errades com poden ser que s’hagi esborrat un caracter del codi sense voler. Sense
aquestes proves diferencials és molt dificil no adonar-se d’aquests errors i aixo

pot provocar un error en cascada a la llarga.

e Proves de referéncia: Aquestes proves comparen el temps que triga a entrenar i
donar les prediccions d’un model a un altra. Evitant introduir addicions al codi

ineficients.

e Proves de rendiment: S6n basicament proves per comprovar el rendiment al qual

esta treballant la CPU i quin és el consum de la memoria del computador.
Implementacio

A I’hora d’implementar el nostre model de Machine Learning cal decidir si s’utilitzara

una plataforma com a server (Paas) o una infraestructura com a servei (laas).



Una plataforma com a servei €s un sistema d’implementacié molt basic i poc complexa
el qual pot ser ideal per a prototips amb poc trafic, pero com el trafic d’aquesta comenci

a augmentar caldra adoptar més complexitat com pot ser una infraestructura com a servei.

La forma més comuna i facil d’implementar Machine Learning sigui exposar el model
com un servei API. Ja que les APIs poden connectar-se facilment a aplicacions de

produccid.

2.2.4 Xarxes Neuronals.

Una xarxa neuronal és un tipus de model d’aprenentatge automatic que s’inspira en el
funcionament del cervell huma. Aquestes xarxes estan formades per una gran quantitat
de nodes interconnectats, anomenats “neurones”, que treballen junts per a fer tasques
especifiques.[8]

RED NEURONAL

apa Capa de:
ENTRADAS: ot Sdlida | SALIDAS

[ @ LW

@ : 5

Fig 2.5. Sistema neuronal.

Font: [8]

Les xarxes neuronals van fer un gran salt quan Frank Rosenblatt va dissenyar el Perceptrd
[8], un tipus de classificador lineal, utilitzat per el reconeixement d’imatges a partir d’una

serie de fotocel-lules, potenciometres i motors eléctrics.

L’entrada d’un classificador lineal en qualsevol nombre de dimensions es pot expressar

de la seglent forma: [9]
f(x)=b+Y,wi-xi 1)

Per tant, en la classificacié la predicci6 esta determinada per:
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1if f(X) > 0}

0if F(X) <0 (2)

Classificacié = {

Per altra banda, les xarxes neuronals s’utilitzen en una amplia varietat d’aplicacions, des
del reconeixement de patrons i classificacio fins al processament del llenguatge natural i
la prediccio.

En proporcionar una gran quantitat de dades d'entrenament, les xarxes neuronals poden
"aprendre™ a fer tasques complexes per si mateixes, sense necessitat de programacio
explicita.

Existeixen diferents tipus de xarxes neuronals, cadascuna de les quals s'adapta millor a
diferents tipus de tasques i conjunts de dades. Alguns dels tipus més comuns inclouen
xarxes neuronals profundes, xarxes neuronals recurrents i xarxes neuronals

convolucionals.

Algunes de les equacions més comunes utilitzades en les xarxes neuronals son les

seguents:[10]

e Equacio d'activacio: aquesta equacio s'utilitza per a determinar si una neurona ha
de "activar-se" 0 no. Una vegada que s'ha activat, la neurona pot transmetre el seu

senyal a altres neurones en la xarxa.

e Equacio de propagacié cap endavant: aquesta equacid s'utilitza per a calcular la

sortida d'una neurona en funcié de les entrades que rep.

e Equacio de retropropagacio: aquesta equacio s'utilitza per a actualitzar els pesos

de les connexions entre neurones durant el procés d'entrenament de la xarxa.

e Equacio de l'error: aquesta equacio s'utilitza per a mesurar la precisio de la xarxa

durant el procés d'entrenament.

e Equacio del gradient descendent: aquesta equacié s'utilitza per a actualitzar els
pesos de les connexions entre neurones de manera que es minimitzi l'error de la

Xarxa.



Agquestes sén només algunes de les equacions mes comunes utilitzades en les xarxes
neuronals. Hi ha moltes altres equacions i tecniques matematiques que es fan servir en el

disseny i entrenament d'aquests models.

En resum, les xarxes neuronals son una eina valuosa en I'aprenentatge automatic que s'ha
utilitzat amb éxit en una amplia varietat d'aplicacions. Encara que les xarxes neuronals
son molt efectives en moltes tasques, també tenen alguns inconvenients. En particular,
requereixen una gran quantitat de dades d'entrenament i poden ser dificils d'interpretar. A
més, poden ser propenses a sobre ajustar, cosa que significa que poden tenir un rendiment
pitjor en conjunts de dades no vistes préviament. No obstant aix0, a mesura que la
tecnologia avanca i es desenvolupen noves tecniques d'entrenament i regularitzacio,

aquests inconvenients s'estan abordant cada vegada més.

2.2.5 Turtlebot 3 Burger.

TurtleBot 3 Burger és un robot mobil de baix cost i de baixa grandaria desenvolupada per
I'empresa coreana ROBOTIS. Esta dissenyat per a ser utilitzat en aplicacions
d'aprenentatge i educacio en robotica. Es una versio més simple i assequible del TurtleBot

3, que ve amb menys funcionalitats i components.

El TurtleBot 3 Burger esta construit sobre una base de dues rodes motrius i compta amb
una camera de profunditat Intel RealSense per a la percepcié del seu entorn i un
controlador de moviment de dos eixos per a orientar la seva camera. També ve amb una
placa de desenvolupament ROS (Robot Operating System) anomenada OpenCR, que li
permet ser programat i controlat de manera senzilla a través de ROS i un sensor de
distancia laser.
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Fig 2.6. Turtlebot 3 Burger.
Font. [11]
Especificacions Turtlebot3 Burger

- Maxima velocitat de translacié: 0,22 m /s

- Max. velocitat de rotacié: 162.72° /s

- Max. carrega util: 15 kg

- Dimensions: 138 x 178 x 192 mm

- Pes (+ SBC + bateria + sensors): 995 ¢

- Autonomia: 2h 30m

- Temps de carrega: 2h 30m

- Connexid per a I’ordinador: USB

- IMU: 3 eixos giroscopi, 3 eixos accelerometre, 3 eixos magnetometre

- Connectors d'alimentacio:
e 3.3V /800 mA
e 5V/2A
e 12V/1A

- Pins d'expansio: 18 pins GPIO, 32 pins Arduino



- Diverses sequéncies de sons programables

- Arduino LED x 1

- 2 botons

- Bateria de polimer de liti 11.1V 1800 mAh / 19.98 Wh 5C

- Adaptador de recarrega:
e Input: 100-240V, AC 50/60 Hz, 1.5A max
e Output: 12 Vdc, 5A

Dimensions Turtlebot 3 Burger

=138 x 178 x 192
(LxW x H, mm)

5
8 -

192mm (H)

138mm (L) '

Fig 2.7. Dimensions del Turtlebot 3 Burger.
Font: [11]
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2.3. Limits del projecte.

El present projecte presenta un estudi del Machine Learning utilitzant com a software
ROS i treballant com a model de proves el robot mobil Turtlebot3 Burger. Amb I’objectiu
de poder dissenyar un sistema intel-ligent en el qual el robot pugui entendre el seu entorn

i aprendre sobre aquest, per poder ser aplicat en un futur en un ambit industrial.

El primer pas a realitzar sera definir I’objecte del projecte, el qual mitjangant una cerca

d’informacio i d’antecedents, es definiran els objectius del projecte en qliestio.

Seguidament, es determinaran quin sén els objectius principals a assolir en el projecte.
Quan es tinguin els objectius principals definits, es definiran una série d’especificacions
técniques que s’hauran de complir per tal d’assolir els objectius préviament marcats. Els

quals son:

- Aconseguir aplicar el Machine Learning amb ROS a partir de les llibreries ja
existents d’aquesta, configurant els parametres que nosaltres considerem per
aconseguir que el robot es mogui per un entorn sense xocar-se amb res.

- Estudiar diferents escenaris ja sigui sense obstacles, amb obstacles estatics i

mobils i analitzar el comportament del robot.

Es plantejaran una serie d’alternatives de solucio, per definir quina és la millor alternativa
a desenvolupar. Posteriorment, es realitzara un analisi de viabilitat técnica, economica i

mediambiental de I’alternativa a desenvolupar seleccionada.

Per ultim, es procedira a realitzar la planificacio del projecte i poder determinar quin sera

el pressupost d’aquest.






3. Obijectius de detall i especificacions técnigues. 35

3. Objectius de detall i especificacions tecniques.

La finalitat del present apartat és definir i exposar els diversos objectius que es pretenen
assolir amb la realitzacié d’aquest projecte. Ha sigut necessaria previament una cerca
curada del funcionament del Machine Learning i com aplicar-ho amb el software ROS,
observant amb quin conjunt de llibreries i quines modificacions cal fer en els codis

generats per les mateixes llibreries per poder assolir el proposit adequadament.

Després de realitzar un analisi detallat, s’han obtingut uns resultats que han permés
descartar aquelles idees menys favorables per a la implementaci6 de I’aplicacid del robot.

A continuacio, es citen els objectius definitius.

Simular el procés d’aprenentatge del robot.

- Poder observar el seu comportament en diferents escenaris, ja sigui amb obstacles

estatics, mobils i sense.

- Saber reconéixer els obstacles que es troben en 1’entorn a partir del seu propi

aprenentatge. Amb 1’objectiu de podeu moure’s sense topar-se amb ells.

- Aplicar-ho a un model Turtlebot3 Burger real.

Un cop determinats els objectius principals, cal determinar les especificacions técniques
corresponents.

- Simular el procés d’aprenentatge del robot.

- Configurar tots els parametres de 1’ordinador, ja sigui en termes com el
sistema operatiu com és en aquest cas Ubuntu en una maquina virtual, la
instal-lacio de ROS i les llibreries necessaries per poder fer les

simulacions.

- Poder observar el seu comportament en diferents escenaris, ja sigui amb

obstacles estatics, mobils i sense obstacles.



- Determinar diferents escenaris de treball, definint si hi ha obstacles

estatics, mobils o sense obstacles.

Saber reconeixer els obstacles que es troben en I’entorn a partir del seu propi

aprenentatge. Amb I’objectiu de podeu moure’s sense topar-se.

- Configurar el sensor LIDAR per poder tenir un camp de visio “real” i
poder recon¢ixer I’entorn.
Aplicar-ho a un model Turtlebot3 Burger real.

- Configurar les connexions necessaries de 1’ordinador amb el robot
Turtlebot3 Burger per poder aplicar el nostre model al mon real.
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4. Marc conceptual.

Aquest capitol esta centrat per entendre els conceptes necessaris per poder comprendre i

desenvolupar el nostre sistema de Machine Learning amb ROS.

4.1 Ubuntu.

Ubuntu és un sistema operatiu basat en Linux que es distribueix com a programari lliure.

Vaser creat en 2004 i és un dels sistemes operatius més populars basats en Linux. Algunes

de les caracteristiques d’Ubuntu inclouen: [12]

Facilitat d'Us: Ubuntu ha estat dissenyat per a ser facil d'usar, fins i tot per a aquells

gue no tenen experiencia amb sistemes operatius basats en Unix.

Programari Iliure: Ubuntu utilitza programari lliure i es distribueix sota la
Llicencia Publica General de GNU (GPL). Aixo significa que pots modificar i
redistribuir el sistema operatiu d'acord amb les teves necessitats.

Actualitzacions regulars: Ubuntu llanca una nova versié cada sis mesos, cosa que
significa que sempre estas utilitzant I'Gltima versié del sistema operatiu. A més,
les actualitzacions de seguretat es Ilancen regularment per a garantir la seguretat

del sistema.

Gran quantitat de programari disponible: Ubuntu ve amb una gran quantitat de
programari preinstal-lat, incloent-hi un navegador web, un client de correu
electronic, una suite d'oficina i molt més. A més, hi ha una gran quantitat de
programari addicional disponible per a descarregar i instal-lar a través del Centre

de Programari d’Ubuntu.

Amplia compatibilitat: Ubuntu és compatible amb una amplia gamma de
maquinaria, cosa que significa que és possible instal-lar-ho en una gran varietat

de computadores.



4.2 ROS.

ROS (Robot Operating System) és un sistema operatiu per a robots que li permet als
fabricants integrar facilment una amplia varietat de programari de tercers i tecnologies de
sensor. ROS proporciona un marc de programacio comuna i un conjunt d'eines per a

ajudar els desenvolupadors a crear robots mes complexos i avancats.

ROS esta dissenyat per a ser modular i esta compost per un conjunt de paquets de
programari individual que es poden utilitzar de manera independent o combinats per a
crear sistemes de robot més complexos. Cada paquet proporciona una funcié especifica,
com la navegacid, el processament d'imatges o la manipulacié de bragos robatics.

Es basa en el llenguatge de programaci6é Python i s'utilitza principalment en sistemes
operatius basats en Unix, com Ubuntu. Encara que s'ha desenvolupat principalment per a
robots mobils, també s'ha utilitzat en una amplia varietat d'altres tipus de robots, com a

robots industrials, robots médics i robots de recerca, etc.

4.2.1 Conceptes basics de ROS

Alguns conceptes que s’han de saber sobre ROS s6n els segiients:[13]

e Node: Un node és un programa individual que s'executa en ROS. Cada node fa
una tasca especifica, com rebre dades d'un sensor, processar aquestes dades o
enviar comandos a un actuador. Un node té un nom unic en el sistema, ens permet
connectar-se amb la resta de nodes utilitzant noms sense ambiguitat. Un node pot

ser escrit usant diferents llibreries com: roscpp i rospy; roscpp és per C ++ i rospy és per

Python.

ROS ens permet a gestionar els nodes i donar-nos informacio sobre ells a partir
dels diferents comandos.

o rosnode: Mostra informacidé sobre els nodes de ROS que s’estan

executant. Amb el comando rosnode list és llista tots els nodes que estan

actius.
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o rosrun: Permet usar el nombre del paquet per executar directament un
node

o rosnode kill node: Elimina el node.

o rosnode ping node: Mostra la connectivitat amb el node.

o Rosnode cleanup: Neteja la informacio que hi ha dins d’un node.

e Topic: Els nodes es comuniquen entre si a través de topics. Un topic és un flux de
missatges que pot ser publicat o subscrit per un node. Els nodes que publiquen
missatges en un topic son coneguts com a publicadors, mentre que els nodes que

subscriuen un topic sén coneguts com a subscriptors.

Missatge

Fig 4.1. Funcionament de dos nodes connectats.

Font: Elaboracid propia.

e Paquet: Un paquet és un conjunt de codi, biblioteques i arxius de configuracio
relacionats que s'utilitzen per a fer una tasca especifica en ROS. Els paquets

s'utilitzen per a organitzar el codi i fer que sigui més facil de reutilitzar i compartir.

e Master: ElI Master és un procés central que s'executa en ROS i s'encarrega de la
gestio dels nodes i topics. EI Master manté un registre de tots els nodes i topics en

execucio i s'encarrega de la comunicacio entre ells.

e Gazebo: Gazebo és un simulador de robots que s'utilitza sovint amb ROS. Gazebo
permet als desenvolupadors provar i desenvolupar codi de robot en un entorn

virtual abans de passar a la implementaci6 en un robot fisic.



Fig 4.2. Demostraci6 de Gazebo en Ubuntu.

Font: Elaboracio propia.

4.3 TensorFlow.

1 TensorFlow

Fig 4.3. Logo TensorFlow.

TensorFlow és una plataforma de codi obert per a I'aprenentatge automatic i I'analisi de
dades. Va ser desenvolupat originalment per Google i ha estat alliberat sota la Ilicencia
Apatxe 2.0. TensorFlow s'utilitza ampliament en la inddstria i en la recerca academica
per a implementar i entrenar models d'aprenentatge automatic, aixi com per a realitzar

analisi de dades i prediccions.

Algunes de les caracteristiques de TensorFlow inclouen:
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e Suport per a una amplia gamma de plataformes: TensorFlow s'executa en moltes
plataformes, incloent-hi Windows, MacOS i sistemes operatius basats en Unix,

com Linux i Ubuntu. Tambe es pot executar en dispositius mobils i en el navol.

e Llenguatges de programacio: TensorFlow suporta molts llenguatges de
programacid, incloent-hi Python, C++ i R. Aix0 significa que pots utilitzar el

Ilenguatge de programacio que prefereixis per a treballar amb TensorFlow.

e Alta escalabilitat: TensorFlow és capac d'executar comput en paral-lel a través de
molts nuclis de processador i en maquines amb diverses GPU. Aixo fa que sigui

ideal per a I'entrenament de models d'aprenentatge automatic de gran escala.

e Amplia comunitat i suport: TensorFlow té una amplia comunitat d’usuaris i

desenvolupadors on s’hi troba molta documentacio i recursos disponibles en linia.

4.4 Keras.

Keras

Fig 4.4. Logo Keras.

Keras és un software de codi obert per el programari d’aprenentatge profund escrit en
Python. Va ser desenvolupat per a permetre als investigadors d'aprenentatge profund a
implementar i avaluar facilment diferents models de xarxes neuronals.[14]

Algunes de les principals caracteristiques de Keras son:

e Facilita el procés d'implementacio i experimentacio amb xarxes neuronals, ja que

proporciona una interficie senzilla i facil d'usar per a definir i entrenar models.



e Compatible amb diferents plataformes de back-end, com TensorFlow, Theano i
CNTK. Aixo significa que pot utilitzar Keras en una amplia varietat de sistemes,

incloent CPUs, GPUs i sistemes en el navol.

e Ofereix una gran quantitat de funcions preconstruidas per a afegir capes i fer
tasques comunes d'aprenentatge profund, com la classificacio, la regressio i la

prediccid de sequéncies.

e Proporciona suport per a xarxes neuronals de diverses capes i tipus, incloent-hi

xarxes feedforward, xarxes recurrents i xarxes d'atencio.

4.5 Anaconda.

4

) ANACONDA.

Fig 4.5. Logo Anaconda.

PR

Anaconda és una distribucio de Python i R que inclou més de 1.500 paquets de ciéncia
de dades, com NumPy, Colles i Matplotlib. Va ser dissenyada per a facilitar la gestié de
paquets i el desplegament d'aplicacions de ciéncia de dades, i és molt popular entre

cientifics de dades i analistes de dades.[15]

Algunes de les principals caracteristiques d’ Anaconda sén:

e Inclou un instal-lador que fa que sigui facil instal-lar Anaconda i tots els seus

paquets en un sol pas.

e Proporciona una eina anomenada "Conda™ que permet instal-lar, actualitzar i

.....
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e Ve amb una aplicacié anomenada "Anaconda Navigator" que proporciona una

interficie grafica per a gestionar els paquets i llancar aplicacions.

e Ofereix suport per a multiples plataformes, incloent-hi Windows, macOS i Linux.
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5. Generacio i plantejament de possibles alternatives de
solucio.

Un cop descrit els diferents metodes per implementar el model amb els seus objectius i
especificacions tecniques respectives, el seguent pas consisteix a proposar un seguit

d’alternatives de solucio, les quals ens permeti triar la solucié més idonia.

L’entorn amb el qual treballarem sera ROS, ja que el Turtlebot 3 Burger esta pensat per
treballar-hi amb aquest sistema. Pel fet que permet programar els nodes que enllacen els
diferents components del Turtlebot 3 Burger.

Primer de tot cal definir la distribucié de ROS amb la qual treballarem, ja que contempla
un conjunt de versions. Cada distribucidé permet als desenvolupadors treballar amb un

codi base relativament estable fins que estiguin llestos per poder encaminar tot.

Depenent de les necessitats de cada robot és selecciona una distribucié o un altre. Les
més recomanades per la mateixa companyia son ROS Noetic, ROS Melodic i ROS
Kinetic. Les quals destaquen per les seves altes capacitats de desenvolupament dins de
I’entorn del Turtlebot 3 Burger, per tant, s’haura de fer un estudi sobre la seleccié de la

distribuci6 que millor encaixi amb les nostres necessitats.

Seguidament, caldra determinar quin model d’aprenentatge s’utilitzara per desenvolupar

el nostre model de Machine Learning.

Hem estudiat I’aprenentatge supervisat el qual es tracta d’un model que és entrenat amb
un conjunt de dades d’entrada conegudes préviament per a 1’obtencid de resultats. Per
poder aplicar-ho hi ha dos meétodes, la regressid i la classificacié tal com hem vist

anteriorment.

Per altra banda, tenim I’aprenentatge no supervisat en el qual hi ha dades sense etiquetar
i el mateix algorisme les ha d’intentar entendre per si mateix a diferéncia del supervisat
en el qual les dades ja van etiquetades per facilitar I’aprenentatge. Per poder aplicar-ho hi

ha dos métodes, 1’agrupament i la reducci6é dimensional tal com hem vist anteriorment.

I per altim hem vist I’aprenentatge reforcat en el qual per la construccié de models basats

en aquest tipus d’aprenentatge es prenen com a referéncia el resultat de cada interaccio i



s’utilitza una recompensa com a parametre. Es a dir, quan la maquina encerta, se li
recompensa positivament, de tal forma que recorda si ho fa bé tindra una recompensa. |
en el cas contrari, si ho fa malament se li recompensa negativament per tal que la maquina
recordi que ’accid feta no és el correcte. Hi ha varies formes d’aplicar I’aprenentatge

reforcat com poden ser Q-Learning, DQN, Deep-DQN, Duel-DDQN i Actor-Critic.

Per tant, un cop analitzat totes les possibles alternatives de solucio, caldra determinar

quina de totes aquestes és la més optima en la realitzacié d’aquest projecte.
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6. Seleccio de I’alternativa més adequada

Un cop plantejades les alternatives de solucié en 1’apartat anterior, s’ha d’escollir quina
de les propostes sera la més idonia. Per poder decidir quina de les solucions proposades
sera la que es desenvolupi, s’ha fet una reflexio basada en la facilitat d’implementacio del

model plantejat, estudiant quina alternativa disposa més recursos per posar-la en marxa.

Per tant, després d’analitzar les diferents versions de ROS i els recursos que disposa, s’ha
decidit dur a terme el projecte de Machine Learning amb el robot Turtlebot 3 Burger a
través de ROS Kinetic. S’ha cregut que aquesta versio de ROS és la que millor encaixa
amb les necessitats requerides per dur a terme el projecte, ja que esta preparat per poder
treballar amb el marc conceptual descrit anteriorment aplicat amb el robot Turtlebot 3
Burger, ja que disposa de llibreries per poder fer un mapatge de I’entorn on es troba el
robot, permetent fer simulacions on es coneix la zona de treball d’aquest, les seves

limitacions de I’entorn i com €és desenvolupa veient la posicié exacta del robot.

Per altra banda, alhora de determinar quin model d’aprenentatge s’utilitzara, després
d’estudiar els diferents models, s’ha arribat a la conclusio de que el que millor encaixa
amb les nostres necessitats sera I’aprenentatge reforcat aplicant el metode d’agent DQN,
ja que I’objectiu no és entrar-li diferents entrades i que la mateixa maquina vagi aprenent
sobre elles, classificant-les, agrupant-les, etc. EI que volem és aconseguir que la maguina
observi el seu entorn i vagi aprenent sobre aquest. | per aquest motiu es pensa que si la
maquina va aprenent en funci6 de recompenses positives i negatives cada cop que fa una
decisi6 entenent que és correcte i que incorrecte, arribara el moment en el qual sabra cap

aonanari cap a on no.
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7. Analisi de viabilitat

L’estudi de viabilitat €s essencial per poder garantir si és factible i rendible desenvolupar
el projecte atenent a les seves caracteristiques tecnologiques. Per arribar a entendre si el
projecte arribara a ser factible, cal primer assegurar que el projecte es realitzable
técnicament i tenir en compte l’impacte ambiental que genera, per a incorporar
modificacions al projecte a fi d’assegurar el compliment de la normativa. Per tant, la

viabilitat del projecte s’analitza a nivell técnic, ambiental 1 economic.

Un cop fet aquest analisi s’arriba a la conclusio de si la inversio del projecte val o no la

pena.

7.1. Viabilitat Tecnica.

La viabilitat técnica és la condicié que determina si és possible el funcionament i

desenvolupament del projecte atenent a les seves caracteristiques tecnologiques.

Com es va comentar en I’apartat 6, en la realitzacié del projecte es treballara
principalment amb I’entorn de ROS Kinetic. Com ROS treballa millor en el sistema
operatiu d’Ubuntu, s’haura de dur a terme la instal-lacié de Linux Ubuntu al PC amb el

qual es treballi.

Seguidament, un cop instal-lat Ubuntu a partir d’una maquina virtual, s’haura de preparar
I’entorn de ROS amb la versio Kinetic, instal-lant els paquets i llibreries necessaries per

poder fer la posada en marxa del robot Turtlebot 3 Burger.

| per dltim, un cop es tingui a punt els apartats anteriors, es realitzara a instal-lar els
softwares necessaris per poder desenvolupar el model de Machine Learning, instal-lant

Keras, TensorFlow i Anaconda.

Per acabar es fara una prova a nivell d’exemple per comprovar que tots els paquets han

estat configurats correctament.



7.2. Viabilitat Mediambiental.

El present projecte no consta d’un gran impacte mediambiental, ja que en tractar-se d’un
projecte de caracter educatiu, és a dir que no anira destinat a la planta de produccio de
cap inddstria, sera purament un model teoric on en un futur si es volgués si es podria

aplicar en aplicacions reals.

Per altra banda, podem veure un estudi exhaustiu sobre la viabilitat mediambiental
d’aquest projecte en 1’Annex | on es mostra en detall diferents aspectes que poden afectar

el medi ambient.

Com a conclusio, observem que el nivell d’impacte que pot causar €és practicament

inexistent.

7.3. Viabilitat Economica.

L’estudi de la viabilitat economica en aquest projecte, no s’ha desenvolupat com a
producte comercial, sind com a projecte de recerca i desenvolupament destinat cap a la
universitat Tecnocampus ubicada a Matar6 (Barcelona).

Al ser un projecte sobre 1’estudi del Machine Learning a partir de ROS aplicat a un robot
Turltebot3 Burger, es fa ’estudi economic del material necessari per poder abordar el

cost d’inversi6 principal del projecte.

Material Cost
Lenovo IdeaPad Gaming 3 15ACH6 AMD Ryzen 7 5800H/16GB/512GB 999,00€
SSD/RTX 3050Ti/15.6”
TurtleBot 3 Burger 592,00€
COST TOTAL 1.591,00€

Taula 7.1. Cost d’Inversio inicial

Font: Elaboracio Propia
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8. Planificaci®.

S’ha realitzat una planificacié del projecte on es podra observar en el segiient punt la
distribucié d’aquestes tenint en compte que I’inici és el dia 7 d’octubre de 2022 i

finalitzara el dia 15 de juny de 2023.

8.1. Tasques principals

La totalitat d’aquest projecte ha estat dividida en 15 activitats principals. Degut a la

grandaria d’alguna d’aquestes activitats, s’han dividit en subactivitats.

Un cop realitzar amb el programa MS-Project, es podra veure a partir de les prerelacions
descrites [veure annex I] on es marquen en vermell les activitats critiques en el diagrama
de Gantt.

El projecte consta de les seglents activitats:

Nom de la Tasca Duracio Comenca Finalitza
Inici 0 hores vie 07/10/22 vie 07/10/22
vie jue
Identificar el problema 45 hores 07/10/22 27/10/22
lun
Objecte del Problema 5 hores vie 07/10/22 ' 10/10/22
lun jue
Revisié d'antecedents 25 hores 10/10/22 20/10/22
lun mar
Recerca d'informacio 17 hores 10/10/22 18/10/22
lun
Abast del Projecte 5 hores vie 21/10/22 ' 24/10/22
lun jue
Obijectiu i especificacions técniques 10 hores 24/10/22 27/10/22
vie vie
Seleccié de I'alternativa més adequada 31 hores 28/10/22 11/11/22
Cerca d'alternatives de solucio 17 hores vie 28/10/22 vie 04/11/22
mié
Estudi de les diferents alternatives 10 hores vie 04/11/22 09/11/22
jue
Seleccio de l'alternativa més adequada 4 hores 10/11/22 vie 11/11/22
vie lun
Analisi de Viabilitat 20 hores 11/11/22 21/11/22



Analisi de viabilitat técnica
Analisi de viabilitat mediambiental
Analisi de viabilitat economica
Planificacio
Identificacié de tasques
Establir duracid de tasques
Establir tasques predecessores
Elaboracié de la planificacié en MS-Project
Entrega Avantprojecte
Instal-lacié dels diferents Softwares
Instal-lacié d'Ubuntu al Pc
Instal-lacié de ROS al Pc

Instal-lacié paquets Turtlebot 3
Instal-lacié de Tensorflow al Pc

Instal-lacié d'anaconda al PC
Instal-lacié de Keras al Pc

Preparacié del Turtlebot 3 Burger
Preparacio dels parametres del robot
Prepacié del laser Lidar

Preparacié del model de Machine Learning
Paquets de Machine Learning a ROS
Disseny del sistema de recompenses
Disseny del model d’aprenentatge reforgat

Disseny dels diferents escenaris
Disseny del escenari sense obstacles

Disseny del escenari amb obstacles estatics

6 hores

8 hores

6 hores

16 hores

4 hores

2 hores

2 hores

8 hores

0 hores

14 hores

4 hores

2 hores

2 hores
2 hores

2 hores

2 hores

8 hores

5 hores

3 hores

30 hores

1 hora

12 hores

17 hores

60 hores

11 hores

14 hores

vie 11/11/22
mar
15/11/22

vie 18/11/22
mar
22/11/22
mar
22/11/22
mié
23/11/22
jue
24/11/22
jue
24/11/22
mar
29/11/22
mar
29/11/22
mar
29/11/22
mié
30/11/22
jue
01/12/22
vie 02/12/22

vie 02/12/22
lun
05/12/22
mar
06/12/22
mar
06/12/22
mié
07/12/22
jue
08/12/22
jue
08/12/22

vie 09/12/22
jue
15/12/22
jue
22/12/22
jue
22/12/22
mié
28/12/22

mar
15/11/22
jue
17/11/22
lun
21/11/22
mar
29/11/22
mié
23/11/22
mié
23/11/22
jue
24/11/22
mar
29/11/22
mar
29/11/22
lun
05/12/22
mié
30/11/22
jue
01/12/22
jue
01/12/22
vie 02/12/22
lun
05/12/22
lun
05/12/22
jue
08/12/22
mié
07/12/22
jue
08/12/22
jue
22/12/22
jue
08/12/22
mié
14/12/22
jue
22/12/22
jue
19/01/23
mié
28/12/22
mar
03/01/23
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mié mié
Disseny del escenari amb obstacles mobils 16 hores 04/01/23 11/01/23
Disseny del escenari amb obstacles mobils i mié jue
estatics 19 hores 11/01/23 19/01/23
jue mar
Simulacions 114 hores 19/01/23 14/03/23
jue
Simulacio del primer escenari 17 hores 19/01/23 vie 27/01/23
jue
Simulacioé del segon escenari 27 hores vie 27/01/23 1 09/02/23
jue jue
Simulacio del tercer escenari 30 hores 09/02/23 23/02/23
jue mar
Simulacio del quart escenari 40 hores 23/02/23 14/03/23
mar mar
Lliurament memoria intermedia 0 hores 14/03/23 14/03/23
mar jue
Model Real 72 hores 14/03/23 30/03/23
mar
Guardar el model entrenat 50 hores 14/03/23 vie 17/03/23
lun
Dissenyar el escenari real 10 hores 20/03/23 vie 24/03/23
lun jue
Comprovacié del entrenament en un robot real 12 hores 27/03/23 30/03/23
vie lun
Conclusions 6 hores 31/03/23 03/04/23
lun
Observacions dels resultats obtinguts 4 hores vie 31/03/23  03/04/23
lun lun
Linies futures de treball 2 hores 03/04/23 03/04/23
lun lun
Lliuremament memoria final 0 hores 03/04/23 03/04/23

Hores total del projecte 416 hores
Taula 8.1. Activitats del projecte

Font: Elaboraci6 propia

8.2. Cost tasques

Cal destacar el cost de cada tasca, per tal de poder fer més endavant el pressupost del
projecte, és per aixo que el cost/hora és de 40 €/hora. Un cop especificat el cost del recurs
és pot imputar a cadascuna de les tasques establertes per tal de determinar el seu preu

segons la durada i el recurs.



Nom de la Tasca

Cost activitat

1. Identificar el Problema 2.480,00 €
2. Seleccio de l'alternativa més adequada 1.240,00 €
3. Analisi de Viabilitat 800,00 €
4. Planificacio 640,00 €
5. Instal-lacio dels diferents softwares 560,00 €
6. Preparacio del Turtlebot 3 Burger 320,00€
7. Preparacio del model de Machine Learning 1.200,00 €
8. Disseny dels diferents escenaris 2.400,00€
9. Simulacions 4.560,00 €
10. Model real 1.480,00 €
11. Conclusions 240,00 €
Cost total del projecte  15.920,00 €

Taula 8.2. Cost activitats

Font: Elaboracio propia.
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8.2. Diagrama de Gantt
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9. Instal-lacid dels diferents softwares

Per poder fer la realitzacio del present projecte s’ha necessitat instal-lar I’entorn de treball
necessari per poder treballar amb el robot TurtleBot3 i aplicar-li un model de Machine
Learning. Per tant, s’han seguit una série de passos per poder instal-lar I’entorn de treball

corresponent.

9.1 Instal-lacio d’Ubuntu al Pc

La instal-laci6 d’Ubuntu és facil i rapid, el seu instal-lador és bastant intuitiu i només cal
seguir les instruccions que indica, a més a més es un sistema operatiu bastant fiable,

accessible i gratuit.

Si per defecte ja es té instal-lat Windows i no volem canviar de sistema operatiu, una
opciod és accedir-hi a Ubuntu a partir d’una maquina virtual, tal i com mostraré en els

seglients passos.

Primer de tot, com a maquina virtual utilitzarem Oracle VM VirtualMachine, un potent
producte de virtualitzacié x86 compatible amb AMD64/Intel64. Per altre banda és pot
executar en hosts com Windows, Linux, macOS i Solaris. Per tant accedim a la seva

pagina web [16] 1 descarreguem I’arxiu.

N¢ VirtualB
| Welcome to rtual OX. orgx
ooy peobesm o e ruaty v
0

for enterprise customers, it is also the
introduction

(NT 4.0, 2000, XP, Server 2003, Vista, Windows 7,

uppoetal mek cgatation aystamsd phtforin . VirtualBox is a community effort backed by a dedicated
jonal quality criter

Download

VirtualBox Z.O

Hot picks:

« Pre-built virtual
+ Hyperbox Open
« phpvirtualBox

ORACLE

Contact - Privacy policy - Terms of Use

Fig 9.1 Pagina Web de Oracle VM

Font: Elaboracio propia



Un cop instal-lat, seguim els passos que ens indica el instal-lador i ja el tindrem

configurat.

Seguidament, descarreguem la imatge de la versié 16.04 d’Ubuntu des de la pagina web
oficial [17].

Per poder instal-lar Ubuntu 16.04 és necessari disposar com a minim de 5GB.
Seguidament obrim el Oracle VM VirtualMachine i anem a la pestanya superior on posa
“Nueva”, escrivim el nom d’Ubuntu perqué la maquina interpreti que estem treballant
amb un arxiu de tipus Linux i afegim una memoria de 4 Gb aproximadament tal i com es

pot observar a continuacio.

7 X
Crear maquina virtual
Mombre y sistema operativo
MNombre: |Ubunb.| |
Carpeta de maguina: | C:\sers'waviaVirtualBox VMs V |
Tipo: | Linux = E!;’
Versidn: | Ubuntu (54-bit) v
Tamafio de memoaria
' 4422 3| MB

4MB 16384 MB

Disco dura

(O Mo afiadir un disco duro virtual

(® Crear un disco duro virtual ahora

(O Usar un archivo de disco duro virtual existente

ROS-disk1.vmdk (Mormal, 32,00 GB)
Modo guiado Cancelar
Fig 9.2 Configuracio d’Ubuntu a la maquina virtual 1.
Font: Elaboracié propia.

Li donem a “crear” i se’ns apareixera una finestra per configurar el tamany del disc amb

el que treballarem, el deixem tal i com és mostra a continuacio.
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? x
Crear de disco duro virtual
Ubicacién de archivo
|C:'|J_Isers'|,xavia'n,\n'irb_|alBox YMs\UbuntulUbuntu, vdi| | [a
Tamarfio de archivo
0

4,00 MB

Tipo de archivo de disco duro

(® VDI (VirtualBox Disk Image)
(C) VHD (Virtual Hard Disk)

(_) VMDK (Virtual Machine Disk)
(O) HOD (Parallels Hard Disk)

O QCOW (QEMU Copy-On-Write)
(7)) QED (QEMU enhanced disk)

Fig 9.3 Configuracio d’Ubuntu a la maquina virtual II.

2,00TB

Almacenamiento en unidad de disco duroe fisica

(@ Reservado dindmicaments

() Tamafio fijo

@
=]

Modo guiado Cancelar

Font: Elaboracio propia.

Creem el nostre disc i fem la primera arrencada, on se’ns mostrara una finestra per

seleccionar el disc amb la versié d’Ubuntu que hem descarregat anteriorment. Li donem

a “afiadir” i seleccionem el disc descarregat.

Selector de disco dptico

Medio

@@ ©

Afadir Crear  Actualizar

MNombre Tamafio virtual
v Not Attached
ubuntu-16.04.7-desktop-amdbd.iso 1,58 GB
Unidad anfitrion «E:= --

<

Buscar por nombre ¥

Fig 9.4 Configuracio d’Ubuntu a la maquina virtual I11.

Selecdonar Dejar vacio

Font: Elaboracié propia.

A partir d’aquest pas la instal-lacid és trivial, només s’han de seguir els passos fins a

arribar a tenir Ubuntu instal-lat a I’ordinador.
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Qrase ?,&immamw:;«
Fig 9.5 Escriptori d’Ubuntu.

Font: Elaboracio propia.

9.2 Instal-lacio de ROS al Pc

La instal-lacié de ROS és bastant facil i intuitiva, ja que la propia pagina web mostra els
passos a seguir que s’han de fer depenent del paquet seleccionat. En aquest cas, com hem

comentat anteriorment, farem la instal-lacié per el paquet Kinetic de ROS.
Instruccions per instal-lar ROS

Primer de tot, obrirem el terminal d’Ubuntu i introduirem els seguents comandos per
instal-lar ROS al Pc.
apt-get update

apt-get upgrade
wget https://raw.githubusercontent.com/ROBOTIS-

GIT/robotis tools/master/install ros kinetic.sh
755 ./install ros kinetic.sh
bash ./install ros kinetic.sh

Amb aquestes instruccions instal-lem directament ROS al sistema operatiu d’Ubuntu.
Instal-lem els paquets dependents de ROS

Obrim un altre terminal d’Ubuntu i introduim les segiients instruccions per instal-lar els

paquets dependents.
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sudo apt-get install ros-kinetic-joy ros-kinetic-teleop-twist-joy
ros-kinetic-teleop-twist-keyboard ros-kinetic-laser-proc
ros-kinetic-rgbd-launch ros-kinetic-depthimage-to-laserscan
ros-kinetic-rosserial-arduino ros-kinetic-rosserial-python
ros-kinetic-rosserial-server ros-kinetic-rosserial-client

ros-kinetic-rosserial-msgs ros-kinetic-amcl ros-kinetic-map-server

ros-kinetic-move-base ros-kinetic-urdf ros-kinetic-xacro

ros-kinetic-compressed-image-transport ros-kinetic-rqgt*

ros-kinetic-gmapping ros-kinetic-navigation ros-kinetic-interactive-
markers

| per altre banda, també cal instal-lar msgpack ja que és un paquet necessari per treballar
amb els diferents softwares.

$ pip install msgpack argparse

Amb aquestes instruccions ja tenim ROS instal-lat al sistema operatiu d’Ubuntu amb els

paquets dependents necessaris.

9.3 Instal-lar paquets TurtleBot3

Un cop instal-lat Ubuntu i ROS, s’ha d’instal-lar els diferents paquets del Turtlebot 3 i

definir que estem treballant amb el model Burger.

Primer de tot instal-lem Turtlebot 3, obrim el terminal d’Ubuntu i escrivim les segiients

instruccions.

sudo apt-get install ros-kinetic-dynamixel-sdk

sudo apt-get install ros-kinetic-turtlebot3-msgs
sudo apt-get install ros-kinetic-turtlebot3

Per alter banda, es defineix que s’esta treballant amb el model Burger del Turtlebot 3.

>> ~/.bashrc

Si lainstruccio es completa sense errors, la preparacio del TurtleBot3 Burger és considera

finalitzada.



9.4 Instal-laci6 dels paquets necessaris

Per poder interconnectar el nostre model del Turtlebot3 Burger amb el sistema de
Machine Learning cal tenir instal-lat una serie de paquets. Com seran en el nostre cas
TensorFlow, Keras i Anaconda. Cada paquet el que fa és crear un sistema de connexio
per poder interconnectar les API’s de Keras en TensorFlow gracies al software

d’Anaconda.

9.4.1 Instal-laci6 de TensorFlow al Pc

El procés d’instal-laci6 de TensorFlow en el nostre sistema operatiu d’Ubuntu és gaire
senzill gracies a ROS, on la propia pagina web ens mostra un exemple de com instal-lar-

ho amb una Unica instrucci®.

Per altre banda, aquest tutorial usa Python 2.7 (homés CPU), en algun cas que es treballes

amb un altre versi6 de python s hauria d’anar a la pagina web de TensorFlow.

La instruccié que s’ha de posar en el terminal d’Ubuntu és el segiient:

S pip install --ignore-installed --upgrade

https://storage.googleapis.com/tensorflow/linux/cpu/tensorflow-1.8.0-
cp27-none-linux x86 64.whl

Un cop executada la instruccid, si no surt cap missatge d’error, TensorFlow s’haura

instal-lat correctament.

9.4.2 Instal-laci6 de Keras al Pc

Necessitarem instal-lar Keras per poder afegir les APIs de xarxes neuronals avancades
escrites en Python per poder aplicar-les en TensorFlow.

Per fer aix0, ROS ens proporciona les instruccions necessaries per realitzar una correcta

instal-laci6 d’aquest en el sistema operatiu d’Ubuntu.

La instruccio per instal-lar Keras és la segiient:

$ pip install keras==2.1.5
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Es molt comi que surti un missatge d’error en relacié amb la incompatibilitat amb
“tensorboard”, un metode funcional per solucionar aquest problema consisteix en forcar

a instal-lar tensorboard amb la segiient expressio.

$ pip install tensorboard

Ara si, un cop realitzat la instal-lacié i no surt cap error podem donar per instal-lat
correctament Keras en Ubuntu, per tant ja podem utilitzar les APIs de xarxes neuronals
en Tensorflow per dissenyar un model de Machine Learning. Per ultim, caldra instal-lar

el metode de poder unificar Keras amb TensorFlow.

9.4.3 Instal-lacio d’Anaconda al Pc

Com s’ha comentat anteriorment, treballem amb la versid6 de Python 2.7, per tant,
descarregarem la versio d’Anaconda 5.2.0 la qual es compatible amb la versié de Python

desitjada.

Primer de tot, per descarregar Anaconda haurem de descarregar I’arxiu SH (Shell Script)
des de la pagina web de ROS. Un cop descarregat 1’arxiu, obrim el terminal d’Ubuntu i

escrivim la seglient instruccio per accedir al directori on s’ha descarregat i executar-lo.

> bash Anaconda2-5.2.0-Linux-x86 64.sh

S’accepten tots els termes de llicencia a partir del terminal 1 ja s’hauria instal-lat

Anaconda.

Un cop instal-lada, s’haura descriure la seglient instruccio.

> source ~/.bashrc

> python -V

Si la instal-lacié s’ha executat correctament, hauria de sortir en el terminal “ Python 2.7xx

:: Anaconda, Inc. “

Per altre banda, per poder utilitzar ROS i Anaconda en conjunt, s’ha d’afegir un altre
paquet dependéncia de ROS.

5 pip install -U rosinstall empy defusedxml netifaces



10. Preparacio del Turtlebot 3 Burger

Abans de comencar a dissenyar els escenaris i afegir-hi el model de Machine Learning al
robot, cal definir-li uns certs parametres com és en 1’activacio del laser perque sigui capag
de reconéixer I’entorn, i per altre banda, s’ha de modificar els parametres de moviment

del robot per tenir una fluidesa en el seu recorregut.

10.1 Preparacio dels parametres del robot

El Turtlebot3 Burger per defecte té una velocitat lineal de 0.15 m/s. La velocitat angular
a la qual gira esta determinada per les accions. Les accions és un parametre en el qual es
relaciona una variable a la velocitat angular (rad/s) a la que ha de girar el robot tal i com

és pot observar a la seglient taula.

1 -.075
2 0

3 0.75
4 15

Taula 10.1: Relacié entre l’accio i la velocitat angular.
Font[18]

En les seguients imatges es pot observar des de un punt de vista més grafic la interpretacio
de la Taula 10.1.

Podem observar quan 1’accio és 0 (és a dir gira cap a la Esquerra) la velocitat angular és
-1.5 rad/s a la Fig 10.1.
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Figura 10.1:Representacié quan I’accié és 0 la velocitat angular és -1.5 rad/s.

Font: [18]

Per altre banda, podem observar quan 1’accié és 2 (no gira) la velocitat angular és 0 rad/s.

A /\(f))

acton: 0123 4

X NS

b4 n
0= T+ avlimr?ﬂ/) ¢ : Yaw of Turtlebot3

R, = 5 (1-A(6)) ¢ : Angle from goal
R, - Reward from angle

Figura 10.2:Representacio quan I’accié és 2 la velocitat angular és 0 rad/s.

Font: [18]

I per Gltim s’observa que quan I’accio és 4 la velocitat (gira a la seva dreta) angular és 1.5
rad/s.
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Figura 10.3: Representacio quan [’accio és 4 la velocitat angular és 1.5 radls.

Font: [18]
Si anem a Visual Studio i obrim el seguent directori:

Ubuntu/catkin_ws/src/turtlebot3/turtlebot3_navigation/param/dwa_local_planner_para

ms_burger.yaml

En aquest directori és pot modificar cada parametre del robot ja sigui en termes de

moviment lineal, velocitat angular, la distancia fins a la recompensa, etc.

10.2 Prepaci6 del Laser Lidar

El Turtlebot 3 utilitza el laser Lidar per observar el seu entorn i determinar la seva situacio
actual. El seu valor predeterminat de “samples” de LDS del TurtleBot3 és de 360° la qual
cosa no ens interessa gaire ja que no volem que el robot pugui veure a tot arreu, siné que

el robot es fixi en una zona determinada, tal i com podem observar en la seglient figura:
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sample = 360 sample = 24
Fig 10.4: Comparaci6 de Samples del LDS del Turtlebot 3.
Font: [18]

Es molt important determinar el valor del LDS a 24 ja que com veurem més endavant,
tindra un gran efecte a determinar el State per estudiar la distancia que hi ha del robot al

punt de recompensa.
Per modificar el valor de mostres del LDS s’ha d’anar al segiient directori:
ubuntu/catkin_ws/src/turtlebot3/turtlebot3_description/urdf/turtlebot3_burger.gazebo.xacro

En les primeres linies es mostra la instruccid per activar el laser Lidar del TurtleBot3

Burger. Cal canviar el valor de default de false a true.

#Canviar el valor de default=false a true

Per altre banda, volem canviar el valor de mostres del laser. Reduint-ho de 360 a 24, amb

I’objectiu d’aconseguir una observaci6 de 1’entorn més realista.

# Canviar el
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11. Preparaci6 del model de Machine Learning

El métode aplicat per implementar el Machine Learning en el Turtlebot3 Burger és basa
en el aprenentatge reforcat, un algoritme en el que el computador aprén a partir de
compensacions de les accions realitzades en el escenari. Aquestes compensacions poden
ser tant positives com negatives, depenent de 1’objectiu que es volgui aprendre. En el
nostre cas és desenvolupar-se en un entorn sense xocar-se amb cap obstacle que se li

presenti.

Per altre banda, hi ha diferents métodes per aplicar I’aprenentatge reforgat, en aquest

projecte s’ha triat com a métode el Deep Q-learning (DQN)

11.1 Paquets de Machine Learning a ROS

Abans de comengar la instal-lacié dels paquets de Machine Learning, ens hem d’assegurar que

tenim instal-lat els paquets segiients: turtlebot3, turtlebot3_msgs i turtlebot3_simulations.

Es necessari tenir el paquet de simuladors del Turtlebot3 perqué necessitarem treballar
amb I’eina Gazebo per fer correr el model de Machine Learning. En tot cas si no s’ha
instal-lat el paquet de simuladors del Turtlebot3, les instruccions per instal-lar-ho son les

seglents.

5 cd ~/catkin ws/src/
$ git clone -b kinetic-devel https://github.com/ROBOTIS-

GIT/turtlebot3 simulations.git
> cd ~/catkin ws && catkin make

Un cop tenim tots els paquets preparats, es comenca amb la instal-lacié de paquets de
Machine Learning. Turtlebot3 compta amb un paquet especialitzat en Machine Learning
on dins d’aquest ja ve un model base amb el seu codi predefinit, on només cal ajustar-ho

a la especificacié que un necessita.

Les instruccions a seguir per instal-lar-ho son les seglients:

cd ~/catkin ws/src/
S git clone -b kinetic-devel https://github.com/ROBOTIS-

GIT/turtlebot3 simulations.git
5 cd ~/catkin ws && catkin make



https://github.com/ROBOTIS-GIT/turtlebot3
https://github.com/ROBOTIS-GIT/turtlebot3_msgs
https://github.com/ROBOTIS-GIT/turtlebot3_simulations

Per rectificar els problemes que poden haver-hi, cal desinstal-lar i instal-lar de nou la
llibreria “Numpy” un paquet d’algebra lineal de Python utilitzat sobretot en models
d’aprenentatge autonom, entre ells els Machine Learning. S’ha de desinstal-lar un parell

de cops per poder verificar que s’ha desinstal-lat completament.

uninstall numpy
show numpy

uninstall numpy
show numpy

Per ultim, comprovem si existeix algun arxiu “Numpy” escrivint en el terminal “pip show
numpy”. Sino surt cap arxiu en el terminal, voldra dir que la desinstal-laci6 s’ha efectuat

correctament, per tant tornem a instal-lar la llibreria “Numpy”

S pip install numpy pygtgraph

11.2 Disseny del sistema de recompenses

El disseny de les recompenses és molt important per el aprenentatge del robot. Una
recompensa pot ser positiva com negativa, en funcio de les accions realitzades per aquest.
Quan el Turtlebot3 arriba a I’objectiu sense xocar amb cap obstacle, aconsegueix una
recompensa positiva, per altre banda, obté una recompensa negativa si es xoca amb
I’entorn. Com a tal, I’objectiu principal del robot és aconseguir recompenses positives,
per aix0, haura d’aprendre que no xocar-se amb obstacles i arribar al objectiu marcat és

una condicid necessaria per aconseguir recompenses positives.

La funcié matematica que determina aquest sistema de recompenses és la seglient:

Reward Formula

)
if — < 0 < T

R, > 0 ) i
= 0 : Angle from TurtleBot3 to Goal
else
D
R: <0

: Current distance from Goal
D, : Absolute distance from Goal
R, : Reward from @

R, : Reward from distance

R : Reward

If D =g Di:
R; > 2
else

1 <R, <2

R =R, - R,
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On a partir de les figures 10.1 10.2 i 10.3 és pot observar com aplicar-les en funcio de les

accions del Turtlebot 3.

Per aplicar en el nostre disseny el sistema de recompenses s’ha de modificar els escenaris
que hem instal-lat a partir de la llibreria de turtlebot3_simulations. Per tant en els quatre
escenaris que treballarem modifiquem el valor del “setReward” que podrem trobar en el

seguent directori:

“ubuntu/catkin_wsl/src/turtlebot3_machine_learning/turtlebot3_dqn/src/turtlebot3_dgn/environ

ment_stage #.py” On # Significa escenari 1, 2, 30 4.

for 1 in range(5):
angle = -pi / 4 + heading + (pi /
(0.5 - math.modf(0.25 + © angle % (2 * math.pi) / math.pi)[@])

distance rate = .goal_distance)
reward = ((round/(y , 2)) * distance_rate)

al.getPosition( , delete=

return reward
Fig 11.1: Codi del sistema de recompenses.

Com podem observar, s’ha afegit la formula descrita anteriorment, depenent de 1’accio
realitzada i la distancia entre el robot i I’objectiu determina una recompensa, si el robot
ha xocat, en el controlador salta una senyal de col-lisi6 i la recompensa és de -200 punts,
per altra banda, si ha arribat a 1’objectiu sense cap problema surt un missatge de que ho

ha aconseguit i se li afegeixen 200 punts.

Aconseguint aixi que el robot aprengui a qué no xocar-se amb I’entorn €S una accio

correcta i I’haura d’aplicar en ’entorn en el qual es troba.


https://github.com/ROBOTIS-GIT/turtlebot3_simulations

11.3 Disseny del model d’aprenentatge reforcat

Com s’ha descrit anteriorment, aquest projecte es realitza utilitzant com a model
d’aprenentatge reforcat el sistema DQN. On aquest métode d’aprenentatge reforcat
selecciona una xarxa neuronal profunda aproximant la funcié de cada accié (valor Q)
evitant aixi utilitzar una taula per representar la mateixa. En realitat aquest model utilitza
dues xarxes neuronals, la primera, la xarxa neuronal principal, representada pels
parametres de O descrites anteriorment. S’utilitza per estimar els valors de 1’estat i I’acci6
actuals. La segona, la xarxa neuronal objectiu, parametritzada per 6’ te la mateixa funcié

que la primera, pero en aquest cas aproxima els valors del seglient estat i accio.

Tot I’aprenentatge passa en la xarxa principal, ja que la segona es “congela”, és a dir, que
els seus parametres no varien en unes iteracions (10000) aproximadament i després la
xarxa principal copia a I’objectiu, transmitent aixi I’aprenentatge d’una a [1’altre,

aconseguint estimacions més precises.

Per millorar el model s’han utilitzat una série de hiperparametres que determinen diferents

aspectes essencials en 1’aprenentatge del robot.

Hiper-parametre | Valor Descripcio
Episode_step 6000 | El pas de temps d’un episodi
Target_variable 2000 | Tassa d’actualitzaci6 de la xarxa desti
discount_factor 0.99 Representa la quantitat de valor perdut en els

esdeveniments futurs segons la distancia

learning_rate 0.00025 | Velocitat d’aprenentatge. Si es molt gran no

funciona bé i si es molt petit triga molt en

aprendre.
epsilon 1.0 La probabilitat de triar una acci6 aleatoria
epsilon_decay 0.99 Temps de reduccio de la epsilon. Quan acaba

un episodi, la epsilon es redueix.

epsilon_min 0.05 El minim de epsilon.
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batch_size 64 Mida d’un grup de mostres d’entrenament

train_start 64 Comenca a entrenar si la mida de la memoria

de reproduccio és superior a 64.

memory 1000000 | La mida de la memoria de reproduccio.

Taula 11.1:Taula dels diferents Hiper-parametres.
Font: Elaboracio propia
Podem modificar aquests hiper-parametres accedint-hi des de el segtient directori:

“ubuntu/catkin_ws/src/turtlebot33_machine learning/turtlebot3 dgn/nodes/turtlebot3
dgn_stage #”. S’ha de fer per els quatre diferents escenaris.

EPISODES = 3000

at32MultiArray, queue

.model = .buildModel()
.target model = .buildModel ()

-updateTargetModel()

.load model:
.model.s weights(load model( .dirPath+str( .load episode)+".h5").get weights())

with open( .dirPath+ .load episode)+'.json') as outfile:

Fig 11.2: Codi de la implementacié d’hiper-parametres.
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12. Disseny dels diferents escenaris

En aquest apartat es centrara basicament en mostrar els diferents dissenys d’escenaris i
amb quins directoris es poden accedir a ells. Principalment, farem les simulacions per
quatre escenaris diferents per veure fins a on és capag d’arribar el Turtlebot3 Burger i
quants episodis necessita per aprendre en els diferents escenaris a no xocar-se amb

I’entorn i moure’s lliurement per aquest.

Per dur a terme els models de simulacio, ens hem basat en els models definits per la
llibreria turtlebot3_simulations. On podem observar un escenari sense obstacles, un
altre amb obstacles estatics, un altre amb obstacles mobils i per acabar un escenari amb

obstacles mobils i estatics.

12.1 Disseny del escenari sense obstacles.

El primer escenari que tractarem sera un quadrat de 4x4 sense obstacles tal i com podem

observar en la figura 12.1.

Fig 12.1. Primer escenari sense obstacles.

Font: Elaboraci6 propia.


https://github.com/ROBOTIS-GIT/turtlebot3_simulations

L’objectiu principal d’aquest escenari consisteix en observar com es comporta el robot
en un entorn buit, és a dir com apren de rapid en aquest escenari, per després comparar-

ho amb els altres escenaris els quals tindran diferents obstacles.

Per poder accedir-hi a aquest escenari, s’ha d’obrir la consola de comandos d’Ubuntu i

primerament hem d’inicialitzar ROS amb la segient instruccio:
$ roscore
Seguidament, obrim un altre terminal i escrivim la seglient instruccio

$ roslaunch turtlebot3_gazebo turtlebot3_stage 1.launch

12.2 Disseny del escenari amb obstacles estatics.

El segon escenari que es tracta sera un quadrat 4x4 igual que 1’anterior, perd amb la
diferencia que en aquest model hi ha quatre obstacles cilindrics estatics, tal com es pot

observar a la Fig 12.2.

Fig 12.2. Segon escenari amb obstacles estatics.

Font: Elaboraci6 propia.

L’objectiu principal d’aquest escenari consisteix en observar com €s comporta el robot

en un entorn amb quatre obstacles estatics amb la finalitat d’estudiar la diferéncia que hi
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ha hagut amb el primer escenari per aprendre a arribar al seu desti sense col-lisionar amb

cap obstacle estatic.

Per accedir-hi a aquest escenari, s’ha d’obrir la consola de comandos d’Ubuntu i

primerament hem de inicialitzar ROS amb la segient instruccio:
$ roscore
Seguidament, obrim un altre terminal i escrivim la seguent instruccio

$ roslaunch turtlebot3_gazebo turtlebot3_stage 2.launch

12.3 Disseny del escenari amb obstacles mobils.

El tercer escenari que es tracta sera un quadrat 4x4 amb la diferéncia de la resta que en
aquest model hi ha quatre obstacles cilindrics mobils, tal i com es pot observar a la Fig
12.3.

Fig 12.3. Tercer escenari amb obstacles mobils.

Font: Elaboraci6 propia.

L’objectiu principal d’aquest escenari consisteix a estudiar el comportament del robot

enfront en circumstancies d’objectes mobils, aquest obstacles podrien simular situacions



com vianants, automobils, etc. Sera curids avaluar la diferencia de simulacions que ha

realitzat aquesta situacid en diferéncia a la resta.

Per accedir-hi a aquest escenari, s’ha d’obrir la consola de comandos d’Ubuntu i

primerament hem d’inicialitzar ROS amb la segient instruccio:
$ roscore
Seguidament, obrim un altre terminal i escrivim la seglent instruccio

$ roslaunch turtlebot3_gazebo turtlebot3_stage 3.launch

12.4 Disseny del escenari amb obstacles mobils i estatics

L’ultim escenari consisteix en un mapa 5x5 tal i com podem observar a la Fig 12.4 amb

murs estatics i obstacles cilindrics que es van movent per tot el mapa.

Fig 12.4. Quart escenari amb obstacles mabils i estatics.

Font: Elaboracio propia.
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L’objectiu d’aquest escenari €s el més complexa de tots, ja que s’estudia com interactua
el robot en un entorn que gairebé intervenen molts aspectes que a la vida real poden

passar-hi, com poden ser llocs tancats amb persones, cotxes, vianants, una paret, etc.

Es a dir, situacions quotidianes de la vida real, per aixo és el més interesant de tots els

escenaris.

S’estima que el temps d’aprenentatge per aquest model sera gairebé elevat, ja que hi han
moltes variables que el robot ha d’interpretar, a diferéncia del primer escenari on només

hi ha les quatre parets que delimiten 1’espai.

Per accedir-hi a aquest escenari, s’ha d’obrir la consola de comandos d’Ubuntu i

primerament hem de inicialitzar ROS amb la seguient instruccio:
$ roscore
Seguidament, obrim un altre terminal i escrivim la seguent instruccié

$ roslaunch turtlebot3_gazebo turtlebot3_stage 4.launch
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13. Simulacions

En aquest apartat, es centrara en unificar tot el que hem descrit anteriorment i es
comencara a fer les simulacions del model pels diferents escenaris. S entrenara el model
tants cops com facin falta, depenent de la rapidesa d’aprenentatge. Per alguns escenaris,
hi caldra més temps que per uns altres ja que hi ha de simples i d’altres més complexes.

Com més temps entreni el model, millor resposta anira adquirint.

Per visualitzar i agrupar els resultats, carregarem un grafic on es visualitza el total de
punts que ha aconseguit el robot i per altra banda el valor maxim de valor Q (el qual hem

descrit en I’apartat 11.3).

Per altra banda, veurem en temps real les accions que esta prenent el robot, tal com s’ha
vist en I’apartat 10. S’escriu en el terminal la segiient instrucci6 per obrir els diferents

grafics.

$ roslaunch turtlebot3_dqgn result_graph.launch

El que visualitzarem sera el seglent:

@™ @ Action State

Total reward

Reward

Left Front Right

Fig 13.1. Grafics de les recompenses, el valor de Q i les accions.

Font: Elaboracio Propia.



En la implementacié de DQN, s'utilitza una técnica anomenada "Epsilon-Greedy", en la
qual se selecciona I'accié amb la major Q-value amb una probabilitat de 1-epsilon i una
accio aleatoria amb una probabilitat d’epsilon. A mesura que el model s'entrena, es
redueix gradualment el valor d’epsilon perque el model depengui menys de I'exploracio i
més de I'explotacid del seu coneixement actual i aconsegueixi 1’objectiu principal que €S
moure’s per un entorn sense col-lidir amb cap obstacle, ja que el que fa el robot en les
simulacions és arribar a uns punts on es segur estar ja que no hi ha obstacles, i per tant
s’ha de moure sense xocar amb res i com a tal ha d’aprendre a desenvolupar-se per aquell

entorn sense xocar-se amb cap obstacle.

13.1 Simulaci6 del primer escenari

Primer de tot, per comencar amb el entrenament del robot executant el primer escenari,
hem de carregar aquest en Gazebo. Per fer-ho utilitzem la instruccid descrita a 1’apartat

12.1 i el minimitzem.

$ roslaunch turtlebot3_gazebo turtlebot3_stage 1.launch

Un cop carregat el escenari, obrim un altre terminal per carregar els grafics del

aprenentatge reforcat DQN tal i com acabem de veure anteriorment i el minimitzem.

$ roslaunch turtlebot3_dqgn result_graph.launch

| per finalitzar, carreguem el codi on es troba el sistema de recompenses que hem
dissenyat, juntament amb el model DQN descrit, per fer-ho, s’ha d’obrir un altre terminal

on escrivim el segulent.

$ roslaunch turtlebot3_dqgn turtlebot3_dgn_stage_1.launch

Aquest terminal no el minimitzem, ja que com es pot veure en 1’Annex 3 aquest ens
mostra quan el robot col-lideix i quan arriba al seu objectiu, els punts i el valor de la
epsilon per cada episodi, aixo és molt important perque podem anar veient el seu

aprenentatge de forma directa.

Un cop carregat tot, el robot comenga amb el seu aprenentatge. Durant els primers deu

episodis, el robot col-lideix constantment ja que esta interpretant que al xocar se li esta
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restant punts i ha de trobar la forma de poder sumar-ho tal i com podem observar en la

seglient figura.
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Fig 13.2 Simulacid primer escenari episodi 0-10.
Font: Elaboracio propia.

Com podem observar, el punt vermell dins del quadrat es el desti al que el robot ha
d’arribar sense col-lidir amb cap obstacle, aquest va canviant cada cop que arriba al desti,
si el robot xoca amb alguna cosa, aquest marcador no varia de lloc. Per altra banda,
s’observa la grafica representativa de les recompenses que va adquirint el robot i per altre
el valor de Q maxim que es determina per cada episodi. Seguidament, a la dreta observem

els resultats de cada episodi.

Al principi el robot no entén que el que ha de fer es anar al punt marcat sense col-lidir
amb res, per tant com podem observar ell no para de xocar-se amb les parets del quadrat
durant aquests episodis fins al punt que arribara al desti i comencara a guanyar punts,

entenent que és el que ha de fer i acabara fent-ho sense xocar-se amb res.

Al cap de cinquanta episodis podem observar que ha entes el seu objectiu i arriba al seu
punt desti directament sense xocar-se amb les parets tal com podem observar en la seguient

figura.
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Fig 13.3 Simulaci6 primer escenari episodi 50-60.
Font: Elaboracio propia.

Aconseguint aixi 1’objectiu principal d’aquest projecte el qual era aplicar el Machine
Learning aplicant el metode DQN. Ja que com podem observar el robot en un principi no
sabia el que estava fent ni el que havia de fer, xocant-se i no arribant al seu desti
correctament, pero amb el pas dels episodis, ha anat entenent que no s’ha de xocar amb
les parets, ja que ocasiona una puntuacio negativa cap a ell i a I’haver arribat al desti ha

obtingut punts, llavors és centra només a arribar a aquells destins marcats.

El valor de I’¢psilon que s’ha extret al final de 1’0ltim episodi (60) és de
0.5582661385478638 la qual cosa és bastant bona ja que determina que el model no
dependria d’una exploraci6 addicional per arribar a 1’objectiu, ell ja directament va cap a

ell sense necessitat d’explorar el seu entorn i ,per tant, el Q-Value sera positiu.

Aquest és I’escenari més senzill on no hi ha obstacles pel mig que dificultin 1’aprenentatge

d’aquest, per tant, ara veurem com reacciona el robot enfront situacions més adverses.
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13.2 Simulacio del segon escenari

De la mateixa forma que hem fet anteriorment, primer de tot obrim el escenari

corresponent tal i com s’ha descrit en el apartat 12.2 1 el minimitzem.

$ roslaunch turtlebot3_gazebo turtlebot3 stage 2.launch
Seguidament, un cop carregat el escenari, obrim un altre terminal per carregar els grafics

del aprenentatge reforcat DQN tal i com acabem de veure anteriorment i el minimitzem.

$ roslaunch turtlebot3_dqgn result_graph.launch

| per finalitzar, carreguem el codi on es troba el sistema de recompenses que hem
dissenyat, juntament amb el model DQN descrit, per fer-ho, s’ha d’obrir un altre terminal

on escrivim el seguent.

$ roslaunch turtlebot3_dqgn turtlebot3_dgn_stage_2.launch

Aquest terminal no el minimitzem pels motius descrits anteriorment i comencem a
entrenar el model. Durant els primers episodis, el robot actua col-lidint constantment amb
el seu entorn, ja que a diferéncia de I’anterior model, aquest model compta de meés
obstacles i per tant t¢ més inconvenients per aprendre. Com podem observar en els
episodis 20-30 encara actua com si fossin dels primers, ja que li esta costant més arribar
al punt desti tal com es pot observar a la fig 13.4.
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Fig 13.4 Simulacio6 segon escenari episodi 20-30.

Font: Elaboracié propia.



Com es pot observar aquest model costa una mica més d’aprendre, ja que se li estan posant
obstacles estatics pel cami la qual cosa dificulta I’arribada al punt desti del robot i
incrementa la probabilitat de que xoqui amb algun obstacle i com a tal causa que el Q-
Value sigui al principi relativament baix, ja que la epsilon es bastant gran i per tant
necessita de més temps per explorar 1’entorn i aprendre. Perd a mesura que el robot va

encertant 1’objectiu, progressivament es va notant una millora en les respostes d’aquest.

Es pot visualitzar en el grafic de recompenses que hi ha certs pics, aquests pics
s’ocasionen quan el robot es troba en una situacié que no sap que fer per lo tant fa un pic
d’increment i decreixent dels punts per restaurar-se. Tambe es troba quan la puntuacié és
molt negativa els punts s’estabilitzen perqué no costi tant que aprengui i tingui punts

positius.

A mesura que van passant episodis, el robot mica en mica va aprenent a reconéixer amb

major facilitat els obstacles i a saber evitar-los, tal com veiem en la segiient figura.
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Fig 13.5 Simulacié segon escenari episodi 20-30.
Font: Elaboracié propia.

Com podem observar el robot ha apres a evitar els obstacles estatics que hi ha en el
escenari i a arribar directament al objectiu amb la major rapidesa possible. La seva epsilon
és de 0.20434346174623952 la qual cosa és bastant baixa ja que el Q-Value es bastant b6
i per tant, el robot no te gaire dependencia en explorar 1’entorn per arribar al desti. Per

tant podem comprovar que no es xocaria gairebé amb 1’entorn si fos un model real.
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13.3 Simulaci6 del tercer escenari

A continuacio, es procedeix a realitzar 1’entrenament del model per al tercer escenari, un
escenari idéntic a I’anterior amb la diferencia que els obstacles no sén estatics sind mobils,
la qual cosa augmenta significativament la complexitat d’aprenentatge a la que s’enfronta
al robot perqué no només té un inconvenient que son els obstacles sin6 que es van movent

i els ha de visualitzar i els ha d’envoltar per tal de no col-lidir.

Com hem fet anteriorment, primer de tot carreguem en Gazebo el escenari amb la seguent

instruccio.

$ roslaunch turtlebot3_gazebo turtlebot3_stage 3.launch

Seguidament, un cop carregat el escenari, obrim un altre terminal per carregar els grafics

del aprenentatge reforcat DQN i el minimitzem.

$ roslaunch turtlebot3_dqgn result_graph.launch

Per finalitzar, carreguem el codi on es troba el sistema de recompenses que hem dissenyat,
juntament amb el model DQN descrit, per fer-ho, s’ha d’obrir un altre terminal on

escrivim el segient.

$ roslaunch turtlebot3_dqgn turtlebot3_dgn_stage_3.launch

Agquest terminal no el minimitzem pels motius descrits anteriorment i comencem a
entrenar el model.

En aquest escenari, el robot trigara bastant en poder comengar a millorar els seus resultats,
ja que en aquest cas com hem dit anteriorment, es troba enfront d’un escenari amb
obstacles que es van movent, la qual cosa generara al principi que es xoqui amb bastant
frequiéncia i la seva puntuacio sigui negativa. Com podem observar a la segient figura
durant els episodis 50-60 encara el robot no ha aconseguit arribar a cap marcador, en tots
aquests episodis ha xocat, i no és fins al episodi 150 aproximadament, quan aconsegueix

arribar al primer marcador.
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Fig 13.6 Simulacio tercer escenari episodi 50-60.
Font: Elaboracio propia.

Es normal que trigui tant a arribar al punt, ja que ell esta aprenent a base de adonar-se que
col-lidir esta malament i1 ha d’aprendre a sortir d’aquell patré que segueixen els obstacles
per poder visualitzar i arribar al punt. Per tant, cada episodi en el qual s’equivoca,

realment no es un error sind que esta aprenent a envoltar els obstacles aprenent els patrons

que segueixen.

Per altra banda, podem visualitzar els pics descrits anteriorment, en aquest cas el més

segur és que son a causa de I’alta puntuaci6 negativa que te en aquell moment.

El robot de mica en mica a mesura que ja ha aprés a evitar els obstacles cada cop va
arribant al desti amb major facilitat, si observem els episodis 660-670 observem que el
robot gairebé ha aconseguit evitar els obstacles mobils i a arribar als punts marcats amb

una facilitat bastat notable, tal i com podem veure en la segient figura.
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Fig 13.7 Simulacio tercer escenari episodi 660-670.
Font: Elaboracio propia.

Com s’observa a la figura 13.6 el robot ha aprés mitjangant el métode reforgat de Machine
Learning aplicant el métode DQN a evitar obstacles mobils i a arribar a un desti sense
que es xoqui amb aquests. Es curiés comentar que aquest robot no sabia que era un
obstacle mobil i ha hagut d’aprendre a esquivar els obstacles aprenent el patrd que

segueixen i aixi poder evitar xocar en el moment que el robot vol passar per mig.

El valor de I’épsilon que s’ha extret al final de I’Gltim episodi (690) és de
0.04953625663766238 la qual cosa és bastant bona ja que determina que el model no
dependria d’una exploracié addicional per arribar a 1’objectiu, ell ja directament va cap a

ell sense necessitat d’explorar el seu entorn.

13.4 Simulacio del quart escenari

Per finalitzar els entrenaments, acabem amb 1’escenari en el qual s’implementa els tres
escenaris anteriors. Aixo vol dir que el grau de dificultat al qual s’enfronta el robot és
encara major a la resta de models. S’espera que es necessitin molts episodis per completar
I’entrenament d’aquest, ja que si en ’anterior vam necessitar més de 600, en aquest

s’estima que sigui encara major.



Aquest escenari és dels més curiods de tots, ja que es el que més s’assembla a una situacio
real on el robot s’enfronta a diferents obstacles i ha d’evitar col-lidir amb aquests. El robot
s’entrenara anant a uns punts determinats sense xocar-se amb 1’entorn. Com a tal el robot
va aprenent que arribant a punts sense xocar-se es positiu arran de les recompenses que
se li va donant quan arriba al punt sense xocar. Per després poder guardar el model i
aplicar-ho a un entorn real on el robot es podra moure per un entorn sense col-lidir amb

res.

Com hem fet anteriorment, primer de tot carreguem en Gazebo el escenari amb la segtient

instruccio.

$ roslaunch turtlebot3_gazebo turtlebot3_stage 4.launch

Seguidament, un cop carregat 1’escenari, obrim un altre terminal per carregar els grafics

de I’aprenentatge reforcat DQN i el minimitzem.

$ roslaunch turtlebot3_dqgn result_graph.launch

Per finalitzar, carreguem el codi on es troba el sistema de recompenses que hem dissenyat,
juntament amb el model DQN descrit, per fer-ho, s’ha d’obrir un altre terminal on

escrivim el seguent.

$ roslaunch turtlebot3_dqgn turtlebot3_dgn_stage_4.launch

Aquest terminal no el minimitzem pels motius descrits anteriorment i comencem a
entrenar el model.

En aquest escenari, el robot trigara encara molt més a comencar a aprendre cap a on ha
d’anar i cap a on no, ja que aquest escenari com s’ha comentat anteriorment compte amb
una complexitat encara major, ja que s’esta treballant amb un escenari el qual es conjunt
de tots els anteriors, la qual cosa dificulta la rapidesa en la qual aprén el robot. Es a dir,
hi ha una major probabilitat de que el robot es xoqui que de que arribi a 1’objectiu. Per
tant, de cada 200 episodis, igual només arriba 1 0 2 cops al objectiu. També pot ser que
ni arribi.

Durant els primers episodis com podem veure a la seguent figura, el robot actua com s’ha
predit, amb certa dificultat per poder desplagar-se per 1’espai sense col-lidir amb cap

obstacle.
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Fig 13.8 Simulacié quart escenari episodi 0-30
Font: Elaboracio propia.

Com es pot observar, en els primers trenta episodis, el robot col-lideix molt amb els
obstacles, com s’ha comentat, és normal, a conseqliéncia de que aquest entrenament

requereix molt de temps i paciencia, ja que n’hi han moltes més accions a tenir en compte.

Durant el cicle d’entrenament, fins a I’episodi 100-150 que el robot aconsegueix encertar
el primer punt sense col-lidir amb cap obstacle. Després de molt de temps de
processament i d’espera, el model assoleix finalitzar el seu entrenament en 1’episodi 860-
880 tal com es pot veure en la seglient figura, en el terminal es visualitza els ultims

episodis i tots son encertats.
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Fig 13.9 Simulacio6 quart escenari episodi 860-870
Font: Elaboracio propia.

Amb aquesta tltima simulaci6, podem donar per finalitzat I’entrenament del nostre robot
per evitar obstacles, I’hem visualitzat en diferents entorns per avaluar la rapidesa
d’aprenentatge que en te el robot depenent dels diferents obstacles en I’entorn. Un cop
finalitzat podem confirmar que el robot ha aprés a evitar obstacles en diferents escenaris,
ja que en un principi col-lidia amb tot I’entorn i a mesura que passaven els episodis, aquest
comengava a entendre que era un error xocar-se amb I’entorn fins a comprendre a moure’s

per aquest sense col-lidir.

Un cop finalitzat es confirma que a major dificultat d’escenari, major es el temps de
processament que comporta entrenar el robot i major temps d’espera hem de dedicar-hi.
Per altra banda, un cop finalitzat els entrenaments, se’ns genera dos arxius de tipus .h5 i
json on s’emmagatzema 1’arquitectura de I’entrenament per poder implementar

I’entrenament en un robot real i comprovar el funcionament en un entorn real.
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14. Implementacio Model Real

En aquest apartat es centra en la implementacié de I’entrenament descrit anteriorment del
quart escenari en el robot TurtleBot 3 Burguer per actuar en una situacio real. Per acabar
de comprovar si realment es pot aplicar en un robot real, es dissenyara un escenari fisic
amb les seves limitacions d’espai amb certs obstacles, per estudiar el comportament del

robot en aquest.

14.1 Implementar el model en el TurtleBot3 Burguer

Per comencar, s’ha de comprendre com s’implementara 1’entrenament del robot en un
model real. Com es pot observar en el node “turtlebot3 dqn stage X independentment
de I’escenari es pot apreciar, hi ha una linia de codi que ens indica que per cada episodi,
s’emmagatzema un arxiu .h5 i un .json aquests arxius contenen informacio important

sobre el model entrenat i s’utilitzen per carregar el model més endavant.

L’arxiu .h5 emmagatzema el pes i I’arquitectura del model entrenat, és a dir, conté tota la
informacid necessaria per poder utilitzar el model directament, incloent-hi els parametres

de les capes de la xarxa neuronal.

Per altra banda I’arxiu .json serveix per emmagatzemar la configuracio de 1’arquitectura
del model. Proporciona una descripcié detallada de les capes del model, la seva
configuracio i connexions. S’utilitza per carregar 1’estructura del model i es combina amb

el pes de I’arxiu .h5 per reconstruir el model completament.
Un cop entes que son aquests arxius els podrem localitzar en el seglient directori:

“/home/ubuntu/catkin_ws/src/turtlebot3_machine_learning/turtlebot3_dqn/save_model

2

Per implementar el model entrenat en el robot real, s’ha de dissenyar un programa en

Python on es carreguin els arxius .h5 i .json.
Primer de tot, es genera un nou arxiu .py dins del seguent directori.

“/home/ubuntu/catkin_ws/src/turtlebot3_machine learning/turtlebot3_dgn/nodes”



(Si no es vol generar un nou lloc de treball, clar)

Abans de comencar a programar, s’obre les propietats de 1’arxiu i modifiqguem els
permisos d’aquests per poder donar permis d’execucio del programa, ja que sense aixo

no podrem fer res. S’haura de veure igual que a la seglient figura.

@ @ @ turtlebot_rl.py Properties

Basic = Permissions Open With
owner:
Access: Read and write v
Group: ubuntu -
Access: Read and write -

Others

Access: Read-only -

Execute: Allow executing file as program

Security context: unknown

Fig 14.1. Permis d’execucio de programa
Font: Elaboracié propia.

Un cop aix0, obrim 1’arxiu es defineixen certes variables i es carreguen els arxius .h5 i

Json.

Seguidament, se li aplica I’estratégia epsilon-greedy per obtenir una conduccié autbnoma
equilibrada en I’exploracié i I’explotacié de 1’agent, el qual pren les decisions basant-se
en una politica estratega, ja que la idea és que 1’agent prengui una accid aleatoria amb una
probabilitat epsilon i a partir d’aquesta probabilitat es pren la millor accié fent 1-epsilon,
permetent a I’agent explorar noves accions seleccionant-les aleatoriament, en comptes de

seleccionar 1’accidé més bona segons el coneixement del model entrenat.

Un cop entés aixo, es defineix una variable per aconseguir les lectures del sensor LIDAR
per realitzar posteriorment les prediccions del model entrenat i convertir les sortides del
model en velocitats lineals i poder moure el robot depenent de les accions preses per
aquest a partir de 1’estratégia epsilon-greedy. S haura també de definir una variable per

limitar el rang de les lectures del sensor LIDAR.

Per realitzar una configuracié idonia de la implementacio del model al robot real, s’ha

hagut de buscar un equilibri molt fi entre el valor de la epsilon, per definir si volem més
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exploracid (accions aleatories amb noves solucions) o explotacié (accions determinades
pel model entrenat) per generar una fluidesa en la conducci6 autonoma del robot, ja que
un equilibri dolent pot causar bucles d’incertesa del robot, a causa de que no sabria triar

quina és la opcio més optima. El codi el podreu observar en I’ Annex IV.

Guardem el programa, i per compilar en el lloc de treball es segueixen les segiients

instruccions en el terminal.
$ catkin_make
$source devel/setup.bash

Un cop compilat en el lloc de treball, com es treballa amb una versié de Python 2.7, la
qual és antiga i ara la versio més utilitzada és la Python 3.X cap endavant. No podem fer
un “rosrun” com a tal, s’haura d’executar anant directament des del directori de Python

2.7 amb la seguent instruccio.

$/home/ubuntu/anaconda2/bin/python2.7/home/ubuntu/catkin_ws/src/turtlebot3_machi

ne_learning/turtlebot3_dgn/nodes/turtlebot3 rl.py

On “turtlebot3_rl” es el nom que se li ha donat al programa dissenyat.

14.2 Disseny del escenari real

S’ha hagut de dissenyar i implementar un petit escenari per poder observar el
comportament del robot en una situacio real. El robot es capa¢ de desenvolupar-se en
qualsevol entorn i poder evitar qualsevol obstacle que es trobi en el seu entorn. Pero si
aquest escenari és semblant al model en el que s’ha entrenat, la seva precisié es encara

major.

Per aquest motiu s’ha optat a utilitzar com a material taulons de fusta, ja que els materials
refractaris com son en aquest cas els metal-lics, ocasionen una imprecisié en la recollida
de dades, ja que no torna el senyal igual que s’ha enviat. Seguidament, s’ha dissenyat un
escenari amb les segient dimensions: 280x240x30cm en total per tal de fer diverses

proves en diversos escenaris.



14.3 Comprovacié del entrenament en un escenari real

El Turtlebot3 Burguer té per defecte el procés per evitar obstacles, pero aquest no el fa en
temps real, sind que ha de preprocessar 1’escenari abans per poder determinar els
obstacles i preparar un métode d’evasio. En el nostre cas, ¢l que s’ha aconseguit €S
entrenar el model en diferents escenaris perque el robot aprengui a desenvolupar-se per
un entorn que no coneix evitant xocar-se amb 1’entorn, ja sigui evitant tant obstacles

estatics com mobils.

Un cop finalitzat aquest entrenament el robot es pot desenvolupar per qualsevol escenari
sense tenir la capacitat de tenir-ho estudiat abans, ja que quan detecti algun obstacle amb
el LIDAR, automaticament aplicara el que ha aprés en 1’entrenament previ utilitzant el

metode “Epsilon-Greedy” en una fase més d’explotacid i no tant d’exploracio.

Per tant, el robot presentava diversos problemes, ja que continuava col-lidint amb
obstacles i no actuava com realment es volia. Perfilant el codi estructurat anteriorment
per la implementacio en el robot, s’ajusten correctament els valors d’épsilon necessaris i
definint els limits del LIDAR per actuar en un angle de 28° com s’ha determinat en
I’entrenament. Seguidament, es millora el processament del laser aplicant-hi accions a

reaccionar depenent de la distancia de 1’objecte i es torna a provar el model.

Es pot comprovar que el robot actua bastant rapid davant diferents objectes, evitant-los i
prenent decisions rapides per evadir obstacles. S ha provat de tancar-lo en escenaris petits
per comprovar el seu funcionament i com s’esperava el robot evita col-lidir amb cap

obstacle, aconseguint reaccionar en temps real als objectes presents.

Per corroborar aquesta informacio, es va modificar I’escenari cada cert temps, afegint
obstacles nous, o traient-los. | com a resultat, el robot els evitava sense cap mena de dubte,
verificant que realment s ha obtingut evitar obstacles en temps real independentment de

que I’escenari sigui canviant.

Un aspecte important a comentar, és que el robot en certs aspectes arriba a xocar-se amb
certs obstacles, a conseqiiencia de que aquests no arriben a 1’altura del LIDAR, per tant,
no son processats, com poden ser cantonades o objectes metal-lics que refracten el laser

diferent, donant “falsa” informacio.
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15. Conclusions

15.1 Resum de les observacions del projecte

En aquest treball de fi de grau, es va abordar el desafiament de millorar la capacitat de
navegacio autonoma d'un robot utilitzant I'aprenentatge reforcat. L'objectiu principal va
ser implementar i avaluar un algorisme de Reinforced Learning en I'entorn ROS, fent

servir el robot Turtlebot3 Burger com a plataforma de proves.

Primer de tot, es va realitzar un estudi profund sobre els diferents tipus d’aprenentatge
que hi ha, on es va destacar el Reinforced Learning, ja que es el métode que més s’adequa
a la solucié del problema. Seguidament, es va fer un estudi sobre el métode de Reinforced
Learning anomenat DQN on destaca la possibilitat d’aplicar el métode Epsilon-Greedy
en el model a millorar. Per altra banda, s’analitzen les especificacions del Turtlebot3
Burger i les diferents caracteristiques a tenir en compte per la implementacié d’aquest en
ROS.

En aquest cas no s'ha treballat amb el metode del QFD, ja que les especificacions
tecniques anaven molt Iligades als objectius marcats. Aquestes especificacions tecniques
van ser determinades en la fase de l'avantprojecte, gracies a I’estudi previ sobre Machine
Learning i el robot Turtlebot3 Burguer, es va obtenir una visié més clara sobre el cami a
seguir per determinar els objectius i les especificacions técniques necessaries per

aconseguir el nostre proposit.

Amb la soluci6 assolida i determinades les necessitats del projecte, s’ha realitzat la

viabilitat técnica, la viabilitat mediambiental i per Gltim la viabilitat economica.

Un cop entes el procés de disseny del model de Reinforced Learning per evadir obstacles,
es van definir els diferents softwares a instal-lar com son en aquest projecte, una maquina
virtual per instal-lar Ubuntu, seguidament els passos a seguir per instal-lar ROS i les seves
dependencies. | per la realitzacid es va plantejar quatre escenaris, un sense obstacles, un
amb obstacles estatics, 1’altre amb obstacles mobils i per finalitzar un escenari amb

obstacles estatics i mobils.

Tal com s’ha pogut observar en els diferents escenaris per cada entrenament, s’ha
observat com a mesura que augmenta la complexitat d’aquest, el temps d’aprenentatge

augmenta considerablement tenint el primer model sense obstacles apres amb cent



episodis, i per altra banda el model hibrid d’obstacles fixos i mobils a aproximadament
mil episodis. S’ha destacat considerablement el consum de processador que requereix

realitzar aquests entrenaments.

Per altra banda en el procés d’implementacid, és on més s’ha tingut problemes, ja que
primerament, s’havia de configurar la IP del robot al router per tenir com un pont de
connexions entre 1I’ordinador i el robot. EI primer problema va ser en que el robot ja tenia
un router assignat, per tant, quan es volia fer una connexié amb un altre router no es podia
connectar. Fins que es va entrar dins de la Raspberry del robot per visualitzar el nom del
router al que es trobava connectat i aixi localitzar-lo. Un cop solucionat aquest problema,
comengca la fase d’implementaci6é del model simulat al model real. On s’havien generat
dos arxius, un .h5 i Paltre .json, els quals emmagatzemen tota I’arquitectura del model

entrenat.

Per poder implementar-ho, ens trobem que aquests arxius no poden ser carregats com a
tal, per el que s’ha de fer un programa en Python, dissenyar el node i Ilangar-ho com a
node. EI problema principal es donava en que s’havia de modelitzar tot el robot fent el
preprocessament del LIDAR per la captacio dels objectes, definint el rang del laser perqué

sigui igual que en procés d’entrenament.

A continuaci6, un altre inconvenient que es va tenir va ser en qué haviem de determinar
un sistema perqué el robot es mogués per un escenari, pero amb I’entrenament d’aquest.
Per fer-ho es va intentar diferents metodes, pero tots acabaven sent un fracas. Fins que es
va implementar el métode Epsilon-Greedy el qual es basa en una fase d’explotacio en la
qual el robot explora sense tenir en compte 1’aprenentatge i per altre 1’exploracio que és
a dir, el robot explora pero aplicant tot el que ha aprés. Per tant, s’ha de trobar un valor

optim entre I’explotacio i la exploraci6 aplicant un valor d’épsilon idoni.

Per finalitzar, es va comprovar en un escenari real, amb diferents objectes com a obstacles
per visualitzar el comportament d’aquest, es verifica el comportament del robot,
verificant que realment, ha aprés a evadir obstacles sense necessitat de tenir mapejat
I’entorn, ja que aquest respon en temps real. Per altra banda, cal destacar que en entorns
amb pocs graus de llibertat el robot tendeix a col-lidir. També s’hi troba en aquesta
situacio amb obstacles que no superen 1’algada del LIDAR ja que no es detecten i no en

son evitats. Pero la funcid principal es pot donar per complida.
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15.2 Linies futures de treball

Com a linies futures, hi ha un ventall bastant extens dins del mon del Machine Learning

i la robdtica, ja que aquests sectors cada cop estan creixent d’una forma exponencial.

Si es vol continuar treballant amb el present projecte, com a linies futures, una de les
primeres accions a millorar sera en la precisié del robot en la vida real, pel fet que I’actual
de tant en tant, depenent de les circumstancies i 1’escenari on es trobi, pot arribar a
col-lidir amb algun obstacle i quedar-se atrapat en aquest. Per aquest motiu un punt
important que es podria arribar a considerar, seria la capacitat de poder corregir i trobar

una solucio rapida i efectiva quan es troba en aquestes circumstancies.

Aquesta proposta pot portar una solucié a un problema que s’ha trobat en tota la fase
d’implementacio del Machine Learning al Turtlebot 3 Burguer i s’obriria un ventall

d’aplicacions noves a les que afegir el prototip.

Per altra banda, un punt també a tenir en compte de cara al futur, podria ser I’analisis i
deteccid d’objectes. Ja que d’aquesta manera es pot identificar els obstacles que s’hi
troben sota el LIDAR, aquests al no estar en el rang del laser, no son detectats i causen
que el robot xoqui i es quedi atrapat. També pot ser interessant veure en temps real com

el robot reconeix i evadeix obstacles com poden ser persones, vehicles, etc.

Per aplicar-hi aquest reconeixement es pot fer amb visio artificial i també amb aquesta
nova implementacié es podria afegir un métode d’identificacié de semafors per saber

quan creuar la vorera i quan no entre altres noves incorporacions.

Totes aquestes millores estan pensades perquée el robot tingui més fluidesa en la seva
trajectoria, solucionant problemes amb els quals ens trobem avui dia i per altra banda,

afegint noves caracteristiques per fer el model més innovador i atractiu.
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